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食料問題

医療問題

環境問題
• 種の多様性保全
• 外来種侵入の防止
• 平均気温の上昇抑制
• グリーンエネルギー参画

• 環境変動に頑健な品種改良
• 食料廃棄量の削減
• 農耕地の効率的な利用
• 農家支援

• 医療業務の効率化
• 診断治療の効率化
• 感染病の国内侵入の防止
• オーダーメイド医療

車 ベイズ理論

自動運転ロボット

飛行機

衛星

CRISPR/Cas9
de Bruijn Graph

待ち行列理論

HiSeq
PCR

メンデルの法則
ボイヤー・ムーア法

虫取り網

エネルギー保存の法則

ドローン

温度センサー 紫外線センサー

クーロンの法則

統計モデリング

4



規律・秩序を制定し、社会問題 に対し 問題解決の最善方策を探索する。
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人工知能 機械学習社会問題

6



人工知能
1947 A. M. Tuning が人工

知能の概念を提唱。

1956 Dartmouth 会議で初めて Artificial 
Intelligence が使われた。

1950 1960 1970 1980 1990 2000 2010

1950 チューリングテストを利用して機
械が知性を持つかどうかを検証。

数学定理の証明

ハノイの塔自動解法

推論・探索
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人工知能
1947 A. M. Tuning が人工

知能の概念を提唱。

1956 Dartmouth 会議で初めて Artificial 
Intelligence が使われた。

1950 1960 1970 1980

1950 チューリングテストを利用して機
械が知性を持つかどうかを検証。

1968 単層パーセプトロン
の限界が指摘される。

1969 フレーム問題が指摘
される。数学定理の証明

ハノイの塔自動解法

推論・探索
1990 2000 2010 8



フレーム問題

学習

訓練データ

モンシロチョウ害虫判別モデル v1
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フレーム問題

セスジスズメガ

学習

訓練データ

害虫判別モデル v2
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フレーム問題

害虫判別モデル v2 モンシロチョウ

学習

訓練データ
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フレーム問題

オオゴマダラ

学習

訓練データ

新規外来種

害虫判別モデル v2
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フレーム問題

オオゴマダラ

学習

訓練データ

新規外来種

+ 外来種データ
+ 蛹データ
+ 卵データ

害虫判別モデル v2
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人工知能
1947 A. M. Tuning が人工

知能の概念を提唱。

1956 Dartmouth 会議で初めて Artificial 
Intelligence が使われた。

1950 1960 1970 1980

1950 チューリングテストを利用して機
械が知性を持つかどうかを検証。

1968 単層パーセプトロン
の限界が指摘される。

1969 フレーム問題が指摘
される。

1990 2000 2010

知識

様々なエキスパートシステム
が作られる。

数学定理の証明

ハノイの塔自動解法
MycinDendral

推論・探索
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人工知能
1947 A. M. Tuning が人工

知能の概念を提唱。

1956 Dartmouth 会議で初めて Artificial 
Intelligence が使われた。

1950 1960 1970 1980

1950 チューリングテストを利用して機
械が知性を持つかどうかを検証。

1968 単層パーセプトロン
の限界が指摘される。

1969 フレーム問題が指摘
される。

1990 2000 2010

知識

エキスパートシステムが更新
できないことが問題となる。
エキスパートシステムのコス
トが大きくなる。
ハードウェアの計算リソース
の限界とデータ量の限界。

様々なエキスパートシステム
が作られる。

数学定理の証明

ハノイの塔自動解法
MycinDendral

推論・探索
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人工知能
1947 A. M. Tuning が人工

知能の概念を提唱。

1956 Dartmouth 会議で初めて Artificial 
Intelligence が使われた。

1950 1960 1970 1980

1950 チューリングテストを利用して機
械が知性を持つかどうかを検証。

1968 単層パーセプトロン
の限界が指摘される。

1969 フレーム問題が指摘
される。

1990 2000 2010

知識

エキスパートシステムが更新
できないことが問題となる。
エキスパートシステムのコス
トが大きくなる。
ハードウェアの計算リソース
の限界とデータ量の限界。

機械学習

ビッグデータ解析が注
目される。

様々なエキスパートシステム
が作られる。

数学定理の証明

ハノイの塔自動解法
MycinDendral

推論・探索

16



人工知能
1947 A. M. Tuning が人工

知能の概念を提唱。

1956 Dartmouth 会議で初めて Artificial 
Intelligence が使われた。

1950 1960 1970 1980

1950 チューリングテストを利用して機
械が知性を持つかどうかを検証。

1968 単層パーセプトロン
の限界が指摘される。

1969 フレーム問題が指摘
される。

1990 2000 2010

知識

エキスパートシステムが更新
できないことが問題となる。
エキスパートシステムのコス
トが大きくなる。
ハードウェアの計算リソース
の限界とデータ量の限界。

機械学習

ビッグデータ解析が注
目される。

様々なエキスパートシステム
が作られる。

数学定理の証明

ハノイの塔自動解法
MycinDendral

ロボット
自動運転
音声認識 自然言語処理

医療診断
画像解析

推論・探索
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機械学習アルゴリズム

1950 1960 1970 1980

perceptron

backpropagation

推論・探索
1990 2000 2010

neural network

知識 機械学習

kernel SVMSVM

random forest

LSTM
RNN

Neocognitron

logistic regression

SOMk-means k-NN
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no free lunch theorem

コスト関数の極値を探索するあらゆるアルゴリズムは、全ての可能なコスト関数に適用した
結果を平均すると同じ性能となる

Wolpert and Macready,1995

• 問題領域に関する事前知識がなければ、どの問題に対しても最適なアルゴリズムは存在しない。
• 問題領域の知識を有効活用し、その領域に限定した最適化アルゴリズムを使用するべき。
• 現在のデータに対して、複数の最適化アルゴリズムを適用し、最適なアルゴリズムを選択する。
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回帰問題 分類問題

クラスタリング 次元削減

最適化問題

教師あり学習

教師なし学習

半教師あり学習

強化学習
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教師あり学習
教師あり学習は、訓練データに特徴量と正解ラベルが
ペアとして与えられるときに行う学習方法である。教
師あり学習は、分類問題および回帰問題などに応用さ
れる。教師あり学習で使われる学習アルゴリズムには、
次のようなものがある。

• ニューラルネットワーク
• ロジスティック回帰
• サポートベクトルマシン（SVM）
• 決定木
• ランダムフォレスト
• k 近傍法
• 線形回帰
• スパース回帰
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分類問題

半径あたりの面積
分類したい形とその外接円の面積
の比に着目すると、三角形の場合
は 1 よりも小さく、円形の場合は
ほぼ 1 になる。

x1 1.0 0.5 0.4 0.1

0.3 0.51.0

1.0

1.01.0x1

色
色に着目すると、三角形は白が多
く、円形は黒い場合が多い。ここ
で、白を 1、黒を 0 とする色の指
標を考える。

0 1
x2

x2

0.8 1.0 0.9 1.00.8

1.0 1.01.0 0.70.8

円形と三角形を分類したい場合、どの特徴に着目すればいいのか？
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分類問題
円形と三角形を分類したい場合、どの特徴に着目すればいいのか？

x1

x2

0 1.0

1.0

ラベル X1 X2
1 1.0 0.8
0 0.7 1.0
1 1.0 0.8
0 0.8 0.9
0 0.9 1.0
1 1.0 0.8
0 0.8 1.0
0 1.0 1.0
0 0.7 1.0
1 1.0 0.7
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分類問題
角の数
円形の角は 0 個で、三角形の角の
数は 3 個である。そのため、角の
数を特徴量をして使えば、この 1
つの特徴量だけで円形と三角形を
分けられるようになる。

x1 3 0 0 3

0 00

3

33x1

円形と三角形を分類したい場合、どの特徴に着目すればいいのか？
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回帰問題
施肥量を利用して収穫量を予測するにはどうすればいいのか？

区画 1 区画 2 区画 3 区画 4 区画 5

10.2 12.4 16.1 17.8 18.2

10.1 11.9 17.2 18.1 18.0

0.2 0.4 0.6 0.8 1.0

実験区画

施肥量

収穫量
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回帰問題

x1

y

0 1.0

20.0

ラベル X1
10.2 0.2
10.1 0.2
12.4 0.4
11.9 0.4
16.1 0.6
17.2 0.6
17.8 0.8
18.1 0.8
18.2 1.0
18.0 1.0

施肥量を利用して収穫量を予測するにはどうすればいいのか？
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教師なし学習
教師なし学習は、訓練データとして特徴量が与えられ
るときに行う学習方法である。機械が大量なデータを
解釈し、データに隠されたパターンを抽出できるよう
になる。教師なし学習は、クラスタリングや次元削
減・特徴抽出、外れ値検出などに適用される。教師あ
り学習で使われる学習アルゴリズムには、次のような
ものがある。

• 階層型クラスタリング
• k-means
• 自己組織化モデル（SOM）
• トピックモデル（pLSI, LDA）
• 主成分分析（PCA）
• 線形判別分析（LDA）
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クラスタリング
10 個の遺伝子に対して、乾燥ストレス処理前 X1 と処理後 X2 の発現量を測定した。遺伝子間の関係
を調べるにはどうすればいいのか？

X1 X2
0.12 0.38
0.92 0.57
0.39 0.21
0.52 0.98
0.49 0.88
0.26 0.25
0.34 0.36
0.49 0.61
0.53 0.73
0.82 0.46 x10 1.0

1.0

x2

アブシジン酸応答

光合成

水ストレス応答
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次元削減・特徴量抽出
多次元の情報を二次元の情報に落として図示したい。

X1 X2 X3
0.12 0.38 0.54
0.92 0.57 0.12
0.39 0.21 0.42
0.52 0.98 0.85
0.49 0.88 0.24
0.26 0.25 0.53
0.34 0.36 0.87
0.49 0.61 0.42
0.53 0.73 0.13
0.82 0.46 0.56 x1

x2

x3

x'10

x'2
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強化学習

Agent

Environment

行動認知
（状態・報酬）
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データ収集

ワークフロー構築

実装

モデル構築

市場調査を行い、ニーズを確定
し、モデル構築に必要なデータ
を収集する。

収集されたデータに対して欠損値や異常
値処理を行い、データを機械学習が使え
る形に整形し、機械学習アルゴリズムに
渡すまでのワークフローを構築する。

入力データを使用して、パラ
メーターチューニングを行い、
最適なモデルを構築する。

機械学習モデルをアプリ
化し、スマホや専用機器
に実装し、実用化する。
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データ収集 ワークフロー構築 実装

モデル構築

市場調査を行い、ニーズを確定
し、モデル構築に必要なデータ
を収集する。

収集されたデータに対して
欠損値や異常値処理を行い、
データを機械学習が使える
形に整形し、機械学習アル
ゴリズムに渡すまでのワー
クフローを構築する。

入力データを使用
して、パラメー
ターチューニング
を行い、最適なモ
デルを構築する。

機械学習モデル
をアプリ化し、
スマホや専用機
器に実装し、実
用化する。
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データ収集 ワークフロー構築 実装

モデル構築

• 解決すべき問題を明確に定義する。

• 問題を解決するためのデータを収集する。
• 機械学習の成否はデータの量と質に影響される。
• 継続的なデータ収集フローを制定する。

• 手作業によるデータ分析を行い、効率的な機械学習アルゴリズムを検討する。34



データ解析
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データの重要性 https://youtu.be/F1ka6a13S9I

データサイズ

モデル性能

deep NN

medium NN

shallow NN

traditional ML
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データ収集 ワークフロー構築 実装

モデル構築

• 開発時と運用時のシステム運用方法を検討する。
• 運用時に収集されたデータを学習に再利用できるようになっているか。
• 運用時に専門家によるチェック過程が組み込まれているか。

• 運用時のソフトウェア・ハードウェアを検討する。
• どのようなユーザーが、どのような使い方を想定し、どのような API を必要とするのか。
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• 単一のモデルだけで、問題をすべて解決できない。
• 複数のモデルを組み合わせて１つの問題を解決することが多い。

• 既存のアルゴリズムを優先的に使う。
• 既存のアルゴリズムは開発コストが少なく、応用実績も多い。

• 機械学習は必ず成功するとは限らない。

データ収集 ワークフロー構築 実装

モデル構築

38



テキスト抽出モデル

言語推定モデル

翻訳モデル

画像置換モデル

EXIT

{English: EXIT}

{中文: 退出}
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• アプリケーションへの実装は外注で行う。
• 研究時間を確保するために、研究要素の少ない実装は外注する。
• 開発会社の技術力が高く、使いやすくてセキュリティの堅い実装を可能にする。

• ユーザーによる評価やフィードバックを積極的に対応する。

データ収集 ワークフロー構築 実装

モデル構築
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データ収集 ワークフロー構築 実装

モデル構築
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し、モデル構築に必要なデータ
を収集する。

収集されたデータに対して
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データを機械学習が使える
形に整形し、機械学習アル
ゴリズムに渡すまでのワー
クフローを構築する。
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単層ニューラルネットワーク
パーセプトロン

ADALINE
ニューラルネットワーク



単層ニューラルネットワーク
パーセプトロン

ADALINE
ニューラルネットワーク



関数
１次関数 f を考える。f は入力値 x を受け取り、
x に対して何らかな演算を行なって、その結果
を返す関数となる。例えば、気温 x を関数 f を
与えると、関数の中で気温に対して何らかの演
算を行なって、穀物の収量を出力する。

0 x

𝑓 𝑥 = 𝑤% + 𝑤'𝑥 f(x)
気温収量
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多変量関数
複数の値を受け取り、1 つの値を返す関数を多
変量関数という。例えば、穀物の収量は、気温
だけでなく、施肥量にも影響される。そこで、
気温 x1 と施肥量 x2 を関数 f に与えると、関数
の中で気温と施肥量に対して何らかの演算を行
なって、穀物の収量を出力する。

𝑓 𝑥 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

f(x)

x2x1

気温収量 施肥量
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パーセプトロン
パーセプトロンは、複数の入力値に重みをかけ、
その和を計算し、その和の符号に応じて値を出
力するアルゴリズムである。

𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

𝑥' 𝑥(

1

入力

処理

処理

出力

𝜙 𝑧 = ,0, 𝑧 < 0
1, 𝑧 ≥ 0
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パーセプトロン
パーセプトロンは、複数の入力値に重みをかけ、
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処理

出力

𝑥'

𝑥(

1
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パーセプトロン
パーセプトロンは、複数の入力値に重みをかけ、
その和を計算し、その和の符号に応じて値を出
力するアルゴリズムである。

𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

𝜙 𝑧 = ,0, 𝑧 < 0
1, 𝑧 ≥ 0

𝑥' 𝑥(

1

入力

処理

処理

出力

𝑥'

𝑥(

𝑤'

𝑤(

𝑤%

𝑧

1
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パーセプトロン
パーセプトロンは、複数の入力値に重みをかけ、
その和を計算し、その和の符号に応じて値を出
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パーセプトロン
パーセプトロンは、複数の入力値に重みをかけ、
その和を計算し、その和の符号に応じて値を出
力するアルゴリズムである。
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𝑥' 𝑥(

1

入力

処理

処理

出力

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝑧 1𝜙 𝑧

𝜙 𝑧 = ,0, 𝑧 < 0
1, 𝑧 ≥ 0
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パーセプトロン学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1
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パーセプトロン学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.5

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。
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パーセプトロン学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。
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パーセプトロン学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

0.5 1

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。
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パーセプトロン学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

0.5 1

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。

1
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パーセプトロン学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

0.5 1

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。

1

0答え合わせ

損失 1
56



パーセプトロン学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

0.5 1

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。

1

0答え合わせ

𝑤%
(678) = 0.5 + 1 0 − 1 0.1 = 0.4

𝑤'
(678) = 0.2 + 0 0 − 1 0.1 = 0.2

𝑤(
(678) = 0.3 + 0 0 − 1 0.1 = 0.3 57



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.4

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.4

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

0

1 0.4

0.6 1

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

1

0答え合わせ

𝑤%
(678) = 0.4 + 1 0 − 1 0.1 = 0.3

𝑤'
(678) = 0.2 + 1 0 − 1 0.1 = 0.1

𝑤(
(678) = 0.3 + 0 0 − 1 0.1 = 0.3 60



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.3

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.1

0.3

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

施
肥
量
x 2

気温 x1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0

1

1 0.3

0.6 10.1

0.3

1

0答え合わせ

𝑤%
(678) = 0.3 + 1 0 − 1 0.1 = 0.2

𝑤'
(678) = 0.1 + 0 0 − 1 0.1 = 0.1

𝑤(
(678) = 0.3 + 1 0 − 1 0.1 = 0.2 62



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.2

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.1

0.2

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

施
肥
量
x 2

気温 x1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

1

1

1 0.2

0.4 10.1

0.2

1

1答え合わせ

𝑤%
(678) = 0.2 + 1 1 − 1 0.1 = 0.2

𝑤'
(678) = 0.1 + 1 1 − 1 0.1 = 0.1

𝑤(
(678) = 0.2 + 1 1 − 1 0.1 = 0.2 64



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.2

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.1

0.2

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

施
肥
量
x 2

気温 x1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0

0

1 0.2

0.2 10.1

0.2

1

0答え合わせ

𝑤%
(678) = 0.2 + 1 0 − 1 0.1 = 0.1

𝑤'
(678) = 0.1 + 0 0 − 1 0.1 = 0.1

𝑤(
(678) = 0.2 + 0 0 − 1 0.1 = 0.2 66



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.1

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.1

0.2

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

0

1 0.1

0.2 1

0

施
肥
量
x 2

気温 x1

0.1

0.2

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

1

0答え合わせ

𝑤%
(678) = 0.1 + 1 0 − 1 0.1 = 0.0

𝑤'
(678) = 0.1 + 1 0 − 1 0.1 = 0.0

𝑤(
(678) = 0.2 + 0 0 − 1 0.1 = 0.2 68



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.0

𝑧 𝜙 𝑧

0 気温 x1

0.0

0.2

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

施
肥
量
x 2
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0 気温 x1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0

1

1 0.0

0.2 10.0

0.2

1

0答え合わせ

𝑤%
(678) = 0.0 + 1 0 − 1 0.1 = −0.1

𝑤'
(678) = 0.0 + 0 0 − 1 0.1 = 0.0

𝑤(
(678) = 0.2 + 1 0 − 1 0.1 = 0.1

施
肥
量
x 2

70



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 −0.1

𝑧 𝜙 𝑧

0 気温 x1

0.0

0.1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

施
肥
量
x 2
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0 気温 x1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

1

1

1 −0.1

0.4 10.0

0.1

1

1答え合わせ

𝑤%
(678) = −0.1 + 1 1 − 1 0.1 = −0.1

𝑤'
(678) = 0.0 + 0 1 − 1 0.1 = 0.0

𝑤(
(678) = 0.1 + 1 1 − 1 0.1 = 0.1

施
肥
量
x 2
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 −0.1

𝑧 𝜙 𝑧

0 気温 x1

0.0

0.1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

施
肥
量
x 2
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0 気温 x1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0

0

1 −0.1

−0.1 00.0

0.1

0

0答え合わせ

𝑤%
(678) = −0.1 + 1 0 − 0 0.1 = −0.1

𝑤'
(678) = 0.0 + 0 0 − 0 0.1 = 0.0

𝑤(
(678) = 0.1 + 0 0 − 0 0.1 = 0.1

施
肥
量
x 2

74



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 −0.1

𝑧 𝜙 𝑧

0 気温 x1

0.0

0.1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

施
肥
量
x 2

75



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

0

1 −0.1

−0.1 0

0

施
肥
量
x 2

気温 x1

0.0

0.1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0

0答え合わせ

𝑤%
(678) = −0.1 + 1 0 − 0 0.1 = −0.1

𝑤'
(678) = 0.0 + 0 0 − 0 0.1 = 0.0

𝑤(
(678) = 0.1 + 0 0 − 0 0.1 = 0.1 76



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 −0.1

𝑧 𝜙 𝑧

0 気温 x1

0.0

0.1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

施
肥
量
x 2
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0 気温 x1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0

1

1

0.0 1 1

0答え合わせ

施
肥
量
x 2 −0.1

0.0

0.1

𝑤%
(678) = −0.1 + 1 0 − 1 0.1 = −0.2

𝑤'
(678) = 0.0 + 0 0 − 1 0.1 = 0.0

𝑤(
(678) = 0.1 + 1 0 − 1 0.1 = 0.0 78



パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 −0.2

𝑧 𝜙 𝑧

0 気温 x1

0.0

0.0

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

施
肥
量
x 2
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0 気温 x1

※図はイメージである。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

1

1

1

−0.2 0 0

1答え合わせ

𝑤%
(678) = −0.2 + 1 1 − 0 0.1 = −0.1

𝑤'
(678) = 0.0 + 1 1 − 0 0.1 = 0.1

𝑤(
(678) = 0.1 + 1 1 − 0 0.1 = 0.2

施
肥
量
x 2 −0.2

0.0

0.0
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パーセプトロン学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0 気温 x1

※図はイメージである。

1

1

1

−0.2 0 0

1答え合わせ

𝑤%
(678) = −0.2 + 1 1 − 0 0.1 = −0.1

𝑤'
(678) = 0.0 + 1 1 − 0 0.1 = 0.1

𝑤(
(678) = 0.1 + 1 1 − 0 0.1 = 0.2

施
肥
量
x 2 −0.2

0.0

0.0

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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パーセプトロン学習則

𝑤=678 = 𝑤=>?@ + 𝑥=(𝑦 − B𝑦)𝜂

損失 学習率

82



パーセプトロン学習則

𝑤=678 = 𝑤=>?@ + 𝑥=(𝑦 − B𝑦)𝜂

教師ラベルが +1 のときに -1 と間違って予測し
た場合、この項がプラスになる。このとき wnew
の値が大きくなり、次にデータを入力したときに
wjxj の値がより大きくなり、閾値を超えやすくな
る。
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パーセプトロン学習則

𝑤=678 = 𝑤=>?@ + 𝑥=(𝑦 − B𝑦)𝜂

教師ラベルが -1 のときに +1 と間違って予測し
た場合、この項がマイナスになる。このとき
wnew の値が小さくなり、次にデータを入力した
ときに wjxj の値がより小さくなり、閾値を超え
にくくなる。

84



単層ニューラルネットワーク
パーセプトロン

ADALINE
ニューラルネットワーク



パーセプトロン
パーセプトロンは、複数の入力値に重みをかけ和を計算し、その和の符号に応じて値を出力するアルゴリズムであ
る。訓練時において、パーセプトロンの出力値（予測値）とラベルの差を使用して、パラメータの更新を行なって
いる。

𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

𝑥' 𝑥(

1

入力

処理

処理

出力

𝜙 𝑧 = ,0, 𝑧 < 0
1, 𝑧 ≥ 0

重み更新

𝑥'

𝑥(

1

𝑤'
𝑤%

𝑧 1𝜙 𝑧

𝑤(
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ADALINE
ADALINE はパーセプトロンとほぼ同じ構造であり、単層ニューラルネットワークの一種である。ADALINE にお
ける訓練時のパラメータ更新は、ADALINE の出力値（予測値）を使用しない。その代わり、活性化関数の出力値
φ(z) とラベルの差に基づいてパラメータを更新している。なお、φは恒等関数 φ(z)=z である。

𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

𝑥' 𝑥(

1

入力

処理

処理

出力

𝜙 𝑧 = ,0, 𝑧 < 0
1, 𝑧 ≥ 0

重み更新

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝑧 1𝜙 𝑧
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Widrow-Hoff 学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。
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Widrow-Hoff 学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

𝑥'

𝑥(

1 0.5

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.2

0.3

※図はイメージである。

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。
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Widrow-Hoff 学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

𝑧 𝜙 𝑧

0

施
肥
量
x 2

気温 x1

0.2

0.3

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。
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Widrow-Hoff 学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

0.5

0

施
肥
量
x 2

気温 x1

0.2

0.3

𝜙 𝑧

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。
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Widrow-Hoff 学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

0.5

0

施
肥
量
x 2

気温 x1

0.2

0.3

0

0.5

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。
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Widrow-Hoff 学習則
学習データ

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

0

1 0.5

0.5

0

施
肥
量
x 2

気温 x1

0.2

0.3

0

0.5

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。

0 − 0.5 = −0.5
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Widrow-Hoff 学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

0

1 0.5

0.7

0

施
肥
量
x 2

気温 x1

0.2

0.3

0.7

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。

ADALINE ではすべての訓
練データを用いて損失を計算
する。これらの損失の和を
使ってパラメータ更新を行う。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0
0 − 0.5 = −0.5
0 − 0.7 = −0.7
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Widrow-Hoff 学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

0

1

1 0.5

0.8

0

施
肥
量
x 2

気温 x1

0.2

0.3

0.8

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。

ADALINE ではすべての訓
練データを用いて損失を計算
する。これらの損失の和を
使ってパラメータ更新を行う。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0
0 − 0.5 = −0.5
0 − 0.7 = −0.7
0 − 0.5 = −0.5
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Widrow-Hoff 学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

1

1 0.5

1.0

0

施
肥
量
x 2

気温 x1

0.2

0.3

1.0

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。

ADALINE ではすべての訓
練データを用いて損失を計算
する。これらの損失の和を
使ってパラメータ更新を行う。

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1

0
0 − 0.5 = −0.5
0 − 0.7 = −0.7
0 − 0.5 = −0.5
(1 − 1.0) = 0.0 96



Widrow-Hoff 学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

1

1 0.5

0

施
肥
量
x 2

気温 x1

0.2

0.3

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。

ADALINE ではすべての訓
練データを用いて損失を計算
する。これらの損失の和を
使ってパラメータ更新を行う。

𝑧 𝜙 𝑧

0 − 0.5 = −0.5
0 − 0.7 = −0.7
0 − 0.5 = −0.5
(1 − 1.0) = 0.0

−0.5×1 = −0.5
−0.7×1 = −0.7
−0.5×1 = −0.5
0.0×1 = 0

-1.7

𝑤%
(678) = 𝑤%

(>?@) + ∆𝑤%

= 𝑤%
(>?@) − 𝜂

𝜕𝐽(𝒘)
𝜕𝑤%

= 0.5 − 0.1(−1.7)
= 0.67

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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Widrow-Hoff 学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

1

1 0.67

0

施
肥
量
x 2

気温 x1

0.2

0.3

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。

ADALINE ではすべての訓
練データを用いて損失を計算
する。これらの損失の和を
使ってパラメータ更新を行う。

𝑧 𝜙 𝑧

0 − 0.5 = −0.5
0 − 0.7 = −0.7
0 − 0.5 = −0.5
(1 − 1.0) = 0.0

−0.5×0 = 0
−0.7×1 = −0.7
−0.5×0 = 0
0.0×1 = 0

-0.7

𝑤'
(678) = 𝑤'

(>?@) + ∆𝑤'

= 𝑤'
(>?@) − 𝜂

𝜕𝐽(𝒘)
𝜕𝑤'

= 0.2 − 0.1(−0.7)
= 0.27

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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Widrow-Hoff 学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

1

1 0.67

0

施
肥
量
x 2

気温 x1

0.27

0.3

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。

ADALINE ではすべての訓
練データを用いて損失を計算
する。これらの損失の和を
使ってパラメータ更新を行う。

𝑧 𝜙 𝑧

0 − 0.5 = −0.5
0 − 0.7 = −0.7
0 − 0.5 = −0.5
(1 − 1.0) = 0.0

−0.5×0 = 0
−0.7×0 = 0
−0.5×1 = −0.5
0.0×1 = 0

-0.5

𝑤(
(678) = 𝑤(

(>?@) + ∆𝑤(

= 𝑤(
(>?@) − 𝜂

𝜕𝐽(𝒘)
𝜕𝑤(

= 0.3 − 0.1(−0.5)
= 0.35

気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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Widrow-Hoff 学習則
学習データ

気温・施肥量を使って開花予
測を行うために、フィールド
調査を行い次のようなデータ
を得た。

1

1

1 0.67

0

施
肥
量
x 2

気温 x1

0.27

0.35

※ Widrow-Hoff 学習則を説明するためのイメージである。実際の計算はもう少し複雑である。

𝑧 𝜙 𝑧
気温 施肥量 開花
0 0 0
1 0 0
0 1 0
1 1 1
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Widrow-Hoff 学習則
ADALINE の学習において、すべての訓練データに
対して、φ(z) の値とラベルの差の 2 乗の和を損失
として定義している。ただし、φ は恒等関数であり、
φ(z) = z = wtx である。最適なモデルは損失を最小
にする。そのため、損失を最小にするパラメーター
w の値を計算すればよい。

ここで、損失を w の関数とみなし、損失関数を最小
にする w を求める。このとき、損失関数は、w につ
いての二次関数であり、下に凸である。この関数の
最小値を調べるためには、微分係数に着目する方法
がある。

𝑙𝑜𝑠𝑠 =
1
2
N
O

6

𝑦(O) − 𝜙 𝑧(O)
(

=
1
2
N
O

6

𝑦(O) − 𝑤P𝑥(O)
(

=
1
2
N
O

6

𝑦(O) − 𝑧(O) (

※ パラメーター w は w = (XtX)-1Xty により計算した方が正確で
ある。しかし、(XtX) は常に逆行列が存在する保証がないため、解
がもとまらない場合もある。そのため、データが大量にあるとき、
微分係数を利用した方法が一般的に用いられる。
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Widrow-Hoff 学習則

𝜵𝑙𝑜𝑠𝑠(𝒘) =
𝜕𝑙𝑜𝑠𝑠(𝒘)
𝜕𝒘

𝑙𝑜𝑠𝑠(𝑤) =
1
2
N
O

6

𝑦(O) − 𝑤P𝑥(O) (
より、

𝜕𝑙𝑜𝑠𝑠(𝑤)
𝜕𝑤

=N
O

6

𝑦(O) − 𝑤P𝑥(O) 𝑥(O)

損失関数 loss を w で偏微分すると、

が得られる。よって wj は次の式に基づいて更新される。

𝒘(678) = 𝒘(>?@) + ∆𝒘

∆𝒘 = −𝜂𝜵𝑙𝑜𝑠𝑠(𝒘)

𝑤=
(678) = 𝑤=

(>?@) − 𝜂
𝜕𝑙𝑜𝑠𝑠(𝒘)
𝜕𝑤=

= 𝑤=
(>?@) − 𝜂N

O

6

𝑦(O) − 𝑤P𝑥(O) 𝑥=
(O)
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バッチ勾配降下法
𝑙𝑜𝑠𝑠(𝑤) =

1
2
N
O

6

𝑦(O) − 𝑤P𝑥
(

loss(w)

w 103



バッチ勾配降下法

𝑤(%)

loss(w)

w

𝑙𝑜𝑠𝑠(𝑤) =
1
2
N
O

6

𝑦(O) − 𝑤P𝑥
(
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バッチ勾配降下法

𝑑𝑙
𝑑𝑤

𝜂
𝑑𝑙
𝑑𝑤

𝑤(%) 𝑤(')

𝑤=678 = 𝑤=>?@ − 𝜂 S
𝜕𝑙
𝜕𝑤 8T8U

VWX

loss(w)

w

𝑙𝑜𝑠𝑠(𝑤) =
1
2
N
O

6

𝑦(O) − 𝑤P𝑥
(
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バッチ勾配降下法

𝑤(%) 𝑤(')

loss(w)

w

𝑙𝑜𝑠𝑠(𝑤) =
1
2
N
O

6

𝑦(O) − 𝑤P𝑥
(
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バッチ勾配降下法

𝑤(%) 𝑤(')

𝜂
𝑑𝑙
𝑑𝑤

𝑑𝑙
𝑑𝑤

𝑤=678 = 𝑤=>?@ − 𝜂 S
𝜕𝑙
𝜕𝑤 8T8U

VWX

loss(w)

w

𝑙𝑜𝑠𝑠(𝑤) =
1
2
N
O

6

𝑦(O) − 𝑤P𝑥
(
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バッチ勾配降下法

𝑤(%) 𝑤(')

loss(w)

w𝑤(Y)

w の更新回数 k および学習率 η は、あらか
じめ指定する必要がある。更新回数が少ない
あるいは学習率が小さいと、最小値に辿り着
かない可能性がある。

𝑙𝑜𝑠𝑠(𝑤) =
1
2
N
O

6

𝑦(O) − 𝑤P𝑥
(
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バッチ勾配降下法

loss(w)

w

𝑙𝑜𝑠𝑠(𝑤) =
1
2
N
O

6

𝑦(O) − 𝑤P𝑥
(
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バッチ勾配降下法

loss(w)

w

𝑙𝑜𝑠𝑠(𝑤) =
1
2
N
O

6

𝑦(O) − 𝑤P𝑥
(
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バッチ勾配降下法

loss(w)

w

局所最小

大域最小

局所最小

深層学習では、同じデータを学習させたとしても、初期値に
依存して異なる局所最小値（極小値）に収束することが多く
ある。
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勾配降下法

バッチ勾配降下法

確率勾配降下法

ミニバッチ勾配降下法

訓練データセットの全体を使用して損失を計算し、パラメータの更新を行うア
ルゴリズムである。そのため、すべての訓練データから計算された損失の大局
的最小値を正確に求めることができる。しかし、データ量が多い場合、より多
くの計算量を必要とする。また、データが増えたときに、全ての訓練データに
対して、最初から学習する必要がある。

訓練データセットの全体からランダムに 1 サンプルだけを抽出し、勾配降下法
によりパラメータの更新を行うアルゴリズムである。パラメータ更新が頻繁に
行われるため、収束が早い。しかし、損失は 1 サンプルだけに基づいて計算さ
れるため、局所的最小値に陥りやすい。

訓練データセットの全体からランダムに b サンプルを抽出してサブセット（ミ
ニバッチ）とする。このミニバッチに対してバッチ勾配降下法を適用する。ミ
ニバッチ勾配降下法は、バッチ勾配降下法と確率勾配降下法の折衷案となるア
ルゴリズムであり、両者の間の性質を持つ。
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単層ニューラルネットワーク
パーセプトロン

ADALINE
ニューラルネットワーク



線形分離

x1

x2

x1

x2

x1

x2

線形分離可能 線形分離不可 線形分離不可
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線形分離

x1

x2

x1

x2

x1

x2

線形分離可能 線形分離不可 線形分離不可
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ニューラルネットワーク

x1

x2
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ニューラルネットワーク

x1

x2
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ニューラルネットワーク

x1

x2
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ニューラルネットワーク
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ニューラルネットワーク
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ニューラルネットワーク
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ニューラルネットワーク
入力層 中間層 出力層
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ニューラルネットワーク
入力層 中間層 出力層
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ニューラルネットワーク
入力層 中間層 出力層

124



ニューラルネットワーク
入力層 中間層 出力層
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ロジスティック回帰



ロジスティック回帰

0

f(x)

ロジスティック回帰は 2 クラスの分類問題を解
くアルゴリズムである。例えば、ある日の気温
を与えて、その翌日に花が咲くかどうかを分類
（予測）する問題に適用できる。

𝑓 𝑥 = 𝑤% + 𝑤'𝑥

気温開花

開花

不開花

x
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ロジスティック回帰

0

f(x)

1

0

ラベルは開花・不開花の二通りであるから、開
花を 1、不開花を 0 としても一般性を失わない。

ロジスティック回帰は 2 クラスの分類問題を解
くアルゴリズムである。例えば、ある日の気温
を与えて、その翌日に花が咲くかどうかを分類
（予測）する問題に適用できる。

𝑓 𝑥 = 𝑤% + 𝑤'𝑥

気温開花

x
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ロジスティック回帰

0

f(x)

1

0

ラベルは開花・不開花の二通りであるから、開
花を 1、不開花を 0 としても一般性を失わない。
そこで、気温 x を受け取り、出力値が 0 から
1 までの関数 f を考えれば、関数 f は開花"率"
を計算する関数と見なすことができる。

ロジスティック回帰は 2 クラスの分類問題を解
くアルゴリズムである。例えば、ある日の気温
を与えて、その翌日に花が咲くかどうかを分類
（予測）する問題に適用できる。

𝑓 𝑥 = 𝑤% + 𝑤'𝑥

気温開花

x

𝜑 𝑥 =
1

1 + exp(−(𝑎𝑥 + 𝑏))
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ロジスティック回帰

0

f(x)

1

0

ラベルは開花・不開花の二通りであるから、開
花を 1、不開花を 0 としても一般性を失わない。
そこで、気温 x を受け取り、出力値が 0 から
1 までの関数 f を考えれば、関数 f は開花"率"
を計算する関数と見なすことができる。そして、
開花率が 0.5 以上ならば開花に分類し、そうで
なければ不開花に分類することができるように
なる。

ロジスティック回帰は 2 クラスの分類問題を解
くアルゴリズムである。例えば、ある日の気温
を与えて、その翌日に花が咲くかどうかを分類
（予測）する問題に適用できる。

𝑓 𝑥 = 𝑤% + 𝑤'𝑥

気温開花 開花不開花

x

𝜑 𝑥 =
1

1 + exp(−(𝑎𝑥 + 𝑏))
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ロジスティック回帰

0

f(x)

1

0

ラベルは開花・不開花の二通りであるから、開
花を 1、不開花を 0 としても一般性を失わない。
そこで、気温 x を受け取り、出力値が 0 から
1 までの関数 f を考えれば、関数 f は開花"率"
を計算する関数と見なすことができる。そして、
開花率が 0.5 以上ならば開花に分類し、そうで
なければ不開花に分類することができるように
なる。

ロジスティック回帰は 2 クラスの分類問題を解
くアルゴリズムである。例えば、ある日の気温
を与えて、その翌日に花が咲くかどうかを分類
（予測）する問題に適用できる。

𝑓 𝑥 = 𝑤% + 𝑤'𝑥

気温開花 開花不開花

x

𝜑 𝑥 =
1

1 + exp(−(𝑎𝑥 + 𝑏))
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ロジスティック回帰

0

f(x)

1

0

ラベルは開花・不開花の二通りであるから、開
花を 1、不開花を 0 としても一般性を失わない。
そこで、気温 x を受け取り、出力値が 0 から
1 までの関数 f を考えれば、関数 f は開花"率"
を計算する関数と見なすことができる。そして、
開花率が 0.5 以上ならば開花に分類し、そうで
なければ不開花に分類することができるように
なる。

x

ロジスティック回帰は 2 クラスの分類問題を解
くアルゴリズムである。例えば、ある日の気温
を与えて、その翌日に花が咲くかどうかを分類
（予測）する問題に適用できる。

𝑓 𝑥 = 𝑤% + 𝑤'𝑥

気温開花

xnew

f(xnew) の値は 0.5 より
も大きいの「開花」に分
類する。

𝜑 𝑥 =
1

1 + exp(−(𝑎𝑥 + 𝑏))
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重み更新

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝑧 1𝜙 𝑧

ADALINE ロジスティック回帰

重み更新

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝜑(𝑧) 1𝜙 𝑧

𝜑 𝑧 =
1

1 + exp(−𝑧)

𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥( 𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

ADALINE は、入力された特徴量それぞれに対して重
みをかけて、その総和 z を計算し、総和 z と正解ラ
ベルの差を利用してパラメータの更新を行うアルゴリ
ズムである。

ロジスティック回帰は、入力された特徴量それぞれに
対して重みをかけて、その総和 z を計算する。続いて、
総和 z をロジット関数 に代入し、ロジット関数の出
力値 と正解ラベルの差を利用してパラメータの
更新を行うアルゴリズムである。

𝝋
𝝋 𝒛

𝜙 𝑧 = ,0, 𝑧 < 0
1, 𝑧 ≥ 0 𝜙 𝑧 = ,0, 𝑧 < 0.5

1, 𝑧 ≥ 0.5

133



重み更新

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝑧 1𝜙 𝑧

ADALINE ロジスティック回帰

重み更新

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝜑(𝑧) 1𝜙 𝑧

𝜑 𝑧 =
1

1 + exp(−𝑧)

𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥( 𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥( + 0.5

ADALINE は、入力された特徴量それぞれに対して重
みをかけて、その総和 z を計算し、総和 z と正解ラ
ベルの差を利用してパラメータの更新を行うアルゴリ
ズムである。

ロジスティック回帰は、入力された特徴量それぞれに
対して重みをかけて、その総和 z を計算する。続いて、
総和 z をロジット関数 に代入し、ロジット関数の出
力値 と正解ラベルの差を利用してパラメータの
更新を行うアルゴリズムである。

𝝋
𝝋 𝒛

𝜙 𝑧 = ,0, 𝑧 < 0
1, 𝑧 ≥ 0 𝜙 𝑧 = ,0, 𝑧 < 0

1, 𝑧 ≥ 0
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重み更新

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝑧 1𝜙 𝑧

ADALINE ロジスティック回帰

重み更新

𝑥'

𝑥(

1

𝑤'

𝑤(

𝑤%

𝜑(𝑧) 1𝜙 𝑧

𝜑 𝑧 =
1

1 + exp(−𝑧)

𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥( 𝑧 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

ADALINE は、入力された特徴量それぞれに対して重
みをかけて、その総和 z を計算し、総和 z と正解ラ
ベルの差を利用してパラメータの更新を行うアルゴリ
ズムである。

ロジスティック回帰は、入力された特徴量それぞれに
対して重みをかけて、その総和 z を計算する。続いて、
総和 z をロジット関数 に代入し、ロジット関数の出
力値 と正解ラベルの差を利用してパラメータの
更新を行うアルゴリズムである。

𝝋
𝝋 𝒛

𝜙 𝑧 = ,0, 𝑧 < 0
1, 𝑧 ≥ 0 𝜙 𝑧 = ,0, 𝑧 < 0

1, 𝑧 ≥ 0
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ロジスティック回帰
訓練データのラベルは 0 または 1 である。訓練データが n 個存在し、かつ、互いに独立ならば、その尤度関数は、
0 ラベルの確率と 1 ラベルの確率の積として書き表される。

𝑙𝑖𝑘 𝑤 =d
OT'

6

𝑃 𝑦 O 𝑥 O ; 𝒘 =d
OT'

6

𝜑(𝑧(O))
g(h)

1 − 𝜑(𝑧(O))
'ig(h)

しかし、確率の積は小数値になる。データ数が大きくなると、尤度関数は限りなく 0 に近い値になり、計算誤差
が大きくなる。そこで、計算しやすいように、尤度関数を対数化して、対数尤度関数を求める。

𝑙𝑜𝑔𝐿𝑖𝑘 𝑤 =N
OT'

6

𝑦(O) log 𝜑(𝑧(O)) + 1 − 𝑦(O) log 1 − 𝜑(𝑧(O))

尤度関数の最大化問題は、対数尤度関数の最大化問題と同値である。

訓練データをできるだけ正確に説明するためには、この尤度関数の値をできるだけ大きくする必要がある。つまり、
学習を通して、この尤度関数をもっとも大きくする z = wtx（つまりパラメータ w）の値を求める必要がある。
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ロジスティック回帰
対数尤度関数に ‒1 をかけたものを損失関数とする。このとき、対数尤度関数の最大化問題は、損失関数の最小化
問題と同値である。

𝑙𝑜𝑠𝑠 𝑤 = −N
OT'

6

𝑦(O) log 𝜑(𝑧(O)) + 1 − 𝑦(O) log 1 − 𝜑(𝑧(O))

損失関数が求まったので、この損失関数を最小値を勾配降下法により求めることができるようになる。
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ロジスティック回帰
損失関数の最小値を勾配降下法により求めたいので、ここで損失関
数をパラメータ w で微分する。

𝜕𝑙𝑜𝑠𝑠(𝑤)
𝜕𝑤

= 𝑦
1

𝜑(𝑧)
− (1 − 𝑦)

1
1 − 𝜑(𝑧)

𝜕𝜑(𝑧)
𝜕𝑤

𝜕𝜑(𝑧)
𝜕𝑧

=
𝜕
𝜕𝑧

1
1 + 𝑒ip

=
𝑒ip

1 + 𝑒ip (

=
1

1 + 𝑒ip
1 −

1
1 + 𝑒ip

= 𝜑(𝑧) 1 − 𝜑(𝑧)
= 𝑦

1
𝜑(𝑧)

− (1 − 𝑦)
1

1 − 𝜑(𝑧)
𝜑(𝑧) 1 − 𝜑(𝑧)

𝜕𝑧
𝜕𝑤

= 𝑦
1

𝜑(𝑧)
− (1 − 𝑦)

1
1 − 𝜑(𝑧)

𝜕𝜑(𝑧)
𝜕𝑧

𝜕𝑧
𝜕𝑤

= 𝑦 1 − 𝜑(𝑧) − (1 − 𝑦)𝜑(𝑧) 𝑥

= 𝑦 − 𝜑(𝑧) 𝑥

関数 を z で微分するときの計算𝝋 𝒛
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ロジスティック回帰

𝜕𝑙𝑜𝑠𝑠(𝑤)
𝜕𝑤

= 𝑦 − 𝜑(𝑧) 𝑥

損失関数 loss を w で偏微分すると、

が得られる。よって wj は次の式に基づいて更新される。

𝑤=
(678) = 𝑤=

(>?@) − 𝜂
𝜕𝑙𝑜𝑠𝑠(𝒘)
𝜕𝑤=

= 𝑤=
(>?@) − 𝜂N

O

6

𝑦(O) − 𝜙 𝑧(O) 𝑥=
(O)𝜵𝑙𝑜𝑠𝑠(𝒘) =

𝜕𝑙𝑜𝑠𝑠(𝒘)
𝜕𝒘

𝒘(678) = 𝒘(>?@) + ∆𝒘

∆𝒘 = −𝜂𝜵𝑙𝑜𝑠𝑠(𝒘)
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ロジスティック回帰（正則化）
ロジスティック回帰モデルの過学習を抑制し、汎化性能を高めるために、極端なパラメーター（係数）にペナル
ティを設けることが一般的に行われている。これを正則化という。

𝑙𝑜𝑠𝑠 𝑤 = −N
OT'

6

𝑦 O log 𝜑 𝑧 O + 1 − 𝑦 O log 1 − 𝜑 𝑧 O +
𝜆
2
𝒘 (

※ scikit-learn パッケージの中では、C=1/λ として、次のように正則化の大きさを調整する。

正則化項

𝑙𝑜𝑠𝑠 𝑤 = −𝐶N
OT'

6

𝑦 O log 𝜑 𝑧 O + 1 − 𝑦 O log 1 − 𝜑 𝑧 O +
1
2
𝒘 (

※ 正則化には L1 正則化と L2 正則化等がある。ロジスティック回帰において L2 正則化が一般的に使われている。
※ 正則化が正常に機能させるためには、すべての特徴量が比較可能なスケールに変換する必要がある。
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多クラスの分類
ロジスティック回帰は基本的に 2 つのクラスと 0 と
1 に置き換えて、モデルを立て、パラメーターの推
定を行ってきた。分類すべきクラスが 3 つ以上ある
場合、いくつかのアプローチを取ることができる。

One-vs-the-rest

One-vs-the-rest

「クラス i」と「それ以外」を分類するモデルをす
べてのクラスに対して作成する。すべての予測モ
デルの適合度のもっとも高いクラスを予測結果と
する。

2 クラス分類モデルを、すべての2 クラスの組み
合わせで作成する。そして、これらのモデルの多
数決により予測を行う。

全予測モデルの出力値（確率）の合計が 1.0 となるよう
にソフトマックス関数で調整する。

𝑝'
𝑝(
⋮
𝑝u

=
1

∑OT'u 𝑒ph

𝑒pw
𝑒px
⋮
𝑒py

Zc は、モデル c のパラメータ
で算出した wtx+w0 である。

pc は c クラスであ
る確率（予測値）

出力値のベクトルに合わせて、損失関数もベクトル演算
ができるように、交差エントロピーが使われる。



SVM
ハードマージン

ソフトマージン
カーネルトリック
SVR



SVM

x1

x2
(2)

決定境界
（分離超平面）

サポートベクター

サポートベクター
マージン

SVM (support vector machine) は、2000 年
前後から 2010 年前後までに広く使われた分類アル
ゴリズムである。SVM を用いることで、局所最小
解に陥ることなく、大域最小解に到達でき、汎化性
能の高い予測モデルを構築できる。
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SVM

x1

x2

身長と体重を用いてイヌとネコを分けたい。そこで、ネ
コ 4 匹、イヌ 4 匹の身長（x1）と体重（x2）を測定し
た。身長と体重を散布図上に描くと、左図のようになっ
た。ここで、 イヌとネコを分けるためにどのようにす
ればいいのか。
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SVM

x1

x2
(2)

(1)
x1x2 平面上に 1 本の直線を描き、直線の右側をイヌで、
直線の左側をネコとすることができる。直線を描く方法
は複数考えられる。例えば、左図の場合、(1) および
(2) の 2 本の直線のどちらも、イヌとネコを分けてい
る。これ以上に学習データが集まらないと仮定した場合、
イヌとネコを分けるために、(1) または (2) のどちら
が最もよい直線であるか。
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SVM

x1

x2

(1)

x1

x2
(2)

決定境界

サポートベクター

サポートベクター
マージン
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SVM
ハードマージン

ソフトマージン
カーネルトリック
SVR



SVM / hard-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

positive データと negative データは線形分離可能で
あると仮定する。つまり、 positive デ ータと
negative データを分離できる超平面 g(x) = 0 が存在
することを仮定する。例えば、特徴量が 2 次元の場合
は g(x)=w0+w1x1+w2x2 とおくことができる。

g(x) = 0 を定数倍しても不偏であることから、全ての
positive データに対して g(x)≥1、全ての negative
データに対して g(x)≤-1 としても一般性を失わない。
SVM では、g(x)≥1 と g(x)≤-1 の間の距離、すなわ
ち g(x)=1 と g(x)=-1 間の距離を最大にするような
g(x) を決めることである。言い換えれば、g(x)=1 と
g(x)=-1 間の距離を最大にするような w0、w1、およ
び w2 を決めることである。

g(x) = 0
e.g., w0 + w1x1 + w2x2 = 0

g(x) = 1

g(x) = -1
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点と直線の距離
点と直線の距離
点 xP = (p1, p2) から直線 g(x) = 0 に下ろした垂線の足
を点 xH = (h1, h2) とする。直線 g(x) = 0 の法線ベクト
ルは w = (w1, w2) と書けるので、ある実数 t が存在して、
線分 xPxH と直線 g(x) = 0 の法線ベクトルの間に次の関
係が成り立つ。

𝒙|𝒙} = 𝑡𝒘
両辺の右から w をかけると

𝒘𝒙|𝒙} = 𝑡𝒘𝒘
ℎ' − 𝑝', ℎ( − 𝑝( � 𝑤', 𝑤( = 𝑡 𝑤',𝑤( � 𝑤', 𝑤(
𝑤' ℎ' − 𝑝' + 𝑤( ℎ( − 𝑝( = 𝑡 𝑤'( + 𝑤((

𝑡 =
𝑤' ℎ' − 𝑝' + 𝑤( ℎ( − 𝑝(

𝑤'( + 𝑤((

x2

g(x) = 0

xP

xH
w
0 + w

1x1 + w
2x2 = 0

w = (w1, w2)

x1 149



点と直線の距離
点と直線の距離

|𝒙|𝒙}| = |𝑡||𝒘|

このとき、線分 xPxH の長さは、

=
𝑤' ℎ' − 𝑝' + 𝑤( ℎ( − 𝑝(

𝑤'( + 𝑤((
𝑤'( + 𝑤((

=
𝑤'ℎ' − 𝑤'𝑝' + 𝑤(ℎ( − 𝑤(𝑝(

𝑤'( + 𝑤((

点 xH は線分 g(x) = 0 上にあるので、w0 + w1h1 +
w2h2 = 0 が成り立つので、上の式は

=
𝑤% + 𝑤'𝑝' + 𝑤(𝑝(

𝑤'( + 𝑤((
=

𝑔(𝒙|)
||𝒘||

x2

g(x) = 0

xP

xH
w
0 + w

1x1 + w
2x2 = 0

w = (w1, w2)

𝑔(𝒙|)
||𝒘||
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SVM / hard-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0
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SVM / hard-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0

点 xp から直線 g(x) = 0 までの距離は

|𝑔 𝒙� |
| 𝒘 |

点 xp は直線 g(x) = 1 上にあるから、g(xp) = 1 より

|𝑔 𝒙� |
| 𝒘 |

=
1

| 𝒘 |

xp1
| 𝒘 |
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SVM / hard-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0

点 xn から直線 g(x) = 0 までの距離は

|𝑔 𝒙6 |
| 𝒘 |

点 xn は直線 g(x) = -1 上にあるから、g(xn) = -1 より

|𝑔 𝒙6 |
| 𝒘 | =

1
| 𝒘 |

1
| 𝒘 |

xn
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SVM / hard-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0 xp

よって、点 xp と点 xn の距離は

1
| 𝒘 |

+
1

| 𝒘 |
=

2
| 𝒘 |

2
| 𝒘 |

点 xp から直線 g(x) = 0 までの距離は

|𝑔 𝒙� |
| 𝒘 |

=
1

| 𝒘 |

1
| 𝒘 |

点 xn から直線 g(x) = 0 までの距離は

|𝑔 𝒙6 |
| 𝒘 |

=
| − 1|
| 𝒘 |

=
1

| 𝒘 |
1

| 𝒘 |

xn
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SVM / hard-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0

2
| 𝒘 |

1
| 𝒘 |1

| 𝒘 |

xp

xn

2 つのクラスのデータを最もよく分離するために、
2/||w|| を最大化すればよい。

2/||w|| の最大化は、||w||2/2 の最小化と置き換えて
も一般性を失わないので、上式は次式と同じである。

argmax
𝒘

2
| 𝒘 |

argmin
𝒘

1
2
||𝒘||(

ただし、g(x) に関して、positive データのとき
g(x)≥1、negative データのとき g(x)≤-1 を満たす
必要がある。 155



SVM / hard-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0

2
| 𝒘 |

1
| 𝒘 |1

| 𝒘 |

xp

xn

positive データに関しては、

𝑤% + 𝒘P𝒙 ≥ 1

𝑤% + 𝒘P𝒙 ≤ −1
negative データに関しては、

このとき positive のとき y = 1、negative のとき y
= -1 となる y を考えると、両式は次のように 1 つの
式で表すことができる。

𝑦O 𝑤% + 𝒘P𝒙O ≥ 1
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SVM / hard-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0

2
| 𝒘 |

1
| 𝒘 |1

| 𝒘 |

xp

xn

argmin
𝒘

1
2
||𝒘||(

ただし、次の制約条件のもとで最小化を行う。

以上により、SVM ハードマージン法において、次の式
に基づいて決定境界（超平面）を推定する。

距離計算を行うので、特徴量同士が比較可能なスケー
ルに変換する必要がある。

※

𝑦O 𝑤% + 𝒘P𝒙O ≥ 1
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SVM / hard-margin
ラグランジュの未定乗数法を利用して最適な w を求める。このとき ||w||2/2 の最小化問題は、次式で示す Lp の
最小化問題に帰着できる。

𝐿� 𝒘,𝑤%, 𝝀 =
1
2
||𝒘||( −N

OT'

6

𝜆O 𝑦O 𝑤% + 𝒘P𝒙O − 1

subject to 𝜆O ≥ 0 (𝑖 = 1, 2, 3,⋯𝑛)

Lp 関数は複雑で解くのが困難である。その双対問題を考える。ある制約条件のもとで Lp を最小化する問題は、双
対定理により、別の制約条件のもとで LD を最大化する問題に変換できる。

argmin
𝒙

𝒄P𝒙 subject to 𝑨𝒙 ≥ 𝒃 𝒙 ≥ 0,

argmin
𝒚

𝒃P𝒚 subject to 𝑨P𝒙 ≤ 𝒄 𝒚 ≥ 0, 158



SVM / hard-margin

𝐿�(𝝀) =N
OT'

6

𝜆O −
1
2
N
OT'

6

N
OT=

6

𝜆O𝜆=𝑡O𝑡=𝒙OP𝒙=

Lp の双対問題を求めるために、Lp を w および w0 で偏微分して 0 とおく。

𝜕𝐿�
𝜕𝒘

= 𝑤 −N
OT'

6

𝜆O𝑦O𝒙O = 0

𝜕𝐿�
𝜕𝑤%

=N
OT'

6

𝜆O𝑦O = 0

偏微分の結果を Lp に代入すると次式が得られる。
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SVM / hard-margin

argmax
𝝀

N
OT'

6

𝜆O −
1
2
N
OT'

6

N
OT=

6

𝜆O𝜆=𝑡O𝑡=𝒙OP𝒙=

以上により、Lp の最小化問題は、次のように LD の最大化問題に帰着して解くことができる。

subject to 𝜆O ≥ 0 (𝑖 = 1, 2, 3,⋯𝑛)N
OT'

6

𝜆O𝑦O = 0 ,

LD の最大化問題を解くアルゴリズムとして逐次最小問題最適化法（SOM）が考案されている。SOM は、λi およ
びλj を選び、両者の値を変化させることを繰り返すことで、LD の最大値を探索していくアルゴリズムである。λ
が求まると、前式から w も求まる。

𝒘 =N
OT'

6

𝜆O𝑦O𝒙O
160
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SVM / soft-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

マージンを超えたデータに対してペナルティを設けるこ
とによって、線形分離でないデータにもSVMを適用す
ることができる。

g(x) = 0
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SVM / soft-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0

マージンを超えたデータに対してペナルティを設けるこ
とによって、線形分離でないデータにもSVMを適用す
ることができる。

𝜉'
| 𝒘 |

𝜉(
| 𝒘 |

𝜉O
| 𝒘 |

= 0

0 <
𝜉O
| 𝒘 |

< 1

1 <
𝜉O
| 𝒘 |

マージンの内側にあり、正し
く分類されたサンプル。

マージンと超平面の間にある
サンプル。

超平面を超えて反対側にある
誤分類されたサンプル。
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SVM / soft-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0

𝜉'
| 𝒘 |

𝜉(
| 𝒘 |

超平面を超えて反対側に誤分類されるサンプルを、ある
程度 K 以下に抑えたい場合は、

N
OT'

6
𝜉O
| 𝒘 |

≤ 𝐾
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SVM / soft-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

g(x) = 1

g(x) = -1

g(x) = 0

𝜉'
| 𝒘 |

𝜉(
| 𝒘 |

N
OT'

6
𝜉O
| 𝒘 |

≤ 𝐾

𝜉O ≥ 0

argmin
𝒘

1
2
||𝒘||(

ただし、次の制約条件のもとで最小化を行う。

以上により、SVM ハードマージン法において、次の式
に基づいて決定境界（超平面）を推定する。

𝑖 = 1, 2, 3,⋯ , 𝑛
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SVM / soft-margin

x1

x2

g(x) ≥ 1

g(x) ≤ -1

x1

x2

g(x) ≥ 1

g(x) ≤ -1

K の値を 0 にすることで、誤分類を許容しないハード
マージン法と同じになる。下図の場合、訓練データを完
全に分離することができるが、未知のデータに対しても
同様な性能で予測できる保証はない。

K の値を大きくすることで、より多くの誤分類を許容
してしまうモデルが作られる。
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SVM / soft-margin
ソフトマージン法の最適化式は次のように書き換えることができる。

argmin
𝒘

1
2
||𝒘||( + 𝛾N

OT'

6

𝜉O

subject to 𝜉O ≥ 0 (𝑖 = 1, 2, 3,⋯𝑛)𝑦O 𝑤% + 𝒘P𝒙O ≥ 1 − 𝜉O,

ソフトマージン法の最適化式をラグランジュの未定乗数法で解くために定式化を行う。ここでラグランジュ乗数α
およびνを用意すると、ソフトマージン法の最適化式は、次式の最小化問題に帰着できる。

𝐿� 𝒘,𝑤%, 𝝀, 𝝂 =
1
2
||𝒘||( + 𝛾N

OT'

6

𝜉O −N
OT'

6

𝜆O 𝑦O 𝑤% + 𝒘P𝒙O − 1 − 𝜉O −N
OT'

6

𝜈O𝜉O

subject to 𝜆O ≥ 0 (𝑖 = 1, 2, 3,⋯𝑛)𝜈O ≥ 0, 167



SVM / soft-margin
ハードマージン法と同様に Lp の双対問題 LD を求めるため、Lp を w、w0、ξで偏微分して 0 とおく。

𝜕𝐿�
𝜕𝜉O

= 𝛾 − 𝜈O − 𝜆O

𝜕𝐿�
𝜕𝒘

= 𝒘−N
OT'

6

𝜆O𝑦O𝒙O = 0

𝜕𝐿�
𝜕𝑤%

=N
OT'

6

𝜆O𝑦O = 0
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SVM / soft-margin
Lp を w、w0、ξで偏微分して 0 といて求めた等式を Lp に代入すると次式が得られる。

𝐿�(𝝀) =N
OT'

6

𝜆O −
1
2
N
OT'

6

N
OT=

6

𝜆O𝜆=𝑡O𝑡=𝒙OP𝒙=

このとき、Lp の最小化問題は次のような最大化問題に置き換えて解くことができる。

argmax
𝝀

N
OT'

6

𝜆O −
1
2
N
OT'

6

N
OT=

6

𝜆O𝜆=𝑡O𝑡=𝒙OP𝒙=

subject to 𝛾 ≥ 𝜆O ≥ 0 (𝑖 = 1, 2, 3,⋯𝑛)N
OT'

6

𝜆O𝑦O = 0 ,

ソフトマージン法で求めた
LD の式は、ハードマージン
法で求めた LD と同じ形を
している。ただし、制約条
件に違いが見られる。
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𝑥'

𝑥6

SVM

𝑦 = sign 𝒘P𝒙 − 𝑤%
SVM では、特徴量ベクトル x に重
みをかけて、さらにバイアス項 w0 を
加えた結果が +1 または -1 として出
力している。

𝑦𝑥(

. . .

𝒘
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カーネルトリック
データの分布によってソフトマージン法でも解けない
問題もある。例えば、左図のような線型分離不可能な
データをそのまま SVM を適用しても、モデルを構築
できない。

x1

x 2

(2)

(1)

(3)
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カーネルトリック
データの分布によってソフトマージン法でも解けない
問題もある。例えば、左図のような線型分離不可能な
データをそのまま SVM を適用しても、モデルを構築
できない。このような、線型分離不可能なデータを、
多次元空間に写像することでによって、線型分離でき
るようになることがある。

x1

x 2

(2)

(1)

(3)

(𝑥', 𝑥()

(𝑥', 𝑥(, 𝑥'( + 𝑥(()

Φ
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カーネルトリック

x1

x 2

Φ

x1x2

𝐱 𝟏𝟐
+
𝐱 𝟐𝟐
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カーネル関数
特徴量を高次元空間に写像して、高次元空間でマージンの最大化を行うことで、難しい問題も解けるようになる。し
かし、SVM において最適な w を求めるためには xtx を計算する必要があるため、高次元空間における計算量が膨
大になる。

argmax
𝝀

N
OT'

6

𝜆O −
1
2
N
OT'

6

N
OT=

6

𝜆O𝜆=𝑡O𝑡=𝒙OP𝒙=

n 個の特徴量を高次元へ射影して、k (>> n) の特
徴量を作り出した場合、k 個の特徴量の総当たり
で内積を求める必要があり、計算量が莫大になる。
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カーネル関数
ある関数 k(a, b) = (1 + ab)2 を考える。この関数に、2 つの特徴量 xi = (xi1, xi2) および xj = (xj1, xj2) を代入し
て、計算を行う。

𝑘 𝒙O, 𝒙=

= 1 + 𝒙O𝒙=
(

= 1 + 𝑥O'𝑥=' + 𝑥O(𝑥=(
(

= 1 + 2𝑥O'𝑥=' + 2𝑥O(𝑥=( + 𝑥O'( 𝑥='( + 𝑥O(( 𝑥=(( + 2𝑥O'𝑥='𝑥O(𝑥=(

= 1 2𝑥O' 2𝑥O( 2𝑥O'𝑥O( 𝑥O'( 𝑥O(( � 1 2𝑥=' 2𝑥=( 2𝑥='𝑥=( 𝑥='( 𝑥=((

2 次元の特徴量 x を 6 次元の特徴量空間 z
に写像して、その空間で内積を求めたことに
等しい。関数 k を使えば、6 次元への写像を
行わなくても、内積を求めることが可能。

= 𝒛OP𝒛=
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カーネル関数
多項式カーネル

RBF カーネル

シグモイドカーネル

𝑘 𝑥, 𝑥� = 𝑎 + 𝑥𝑥′ �

𝑘 𝑥, 𝑥� = exp −
𝑥 − 𝑥� (

2𝜎(

𝑘 𝑥, 𝑥� = tanh 𝑎𝑥𝑥� + 𝑏

カーネル関数を用いることで、より少ない計算量
で、高次元化した空間で内積を求めることができ
る。このようなカーネル関数には、多項式カーネ
ル、RBF カーネル、シグモイドカーネルなどが
考案される。
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𝑥'

𝑥6

カーネル SVM

= sign N
O∈¡

𝜆O𝑡O𝑘 𝒙O, 𝒙 − 𝑤%

カーネル SVM では、特徴量ベクトル x を高次
元空間に写像し、写像先の特徴量ベクトルに重
みをかけて、さらにバイアス項 w0 を加えた結
果を +1 または -1 として出力している。

𝑦𝑥(

. . .

𝑦 = sign 𝒘P𝜙(𝒙) − 𝑤%

. . .

𝒘

※関数 Lp を w で偏微分した結果 𝒘 = ∑O∈¡ 𝜆O𝑡O𝒙O を使用
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多クラスの分類
SVM は 2 つのクラスの間にある決定境界を決めて、入力データが決定境界のプラス側にあるのか、それともマイナ
ス側になるのかを分類するアルゴリズムである。分類すべきクラスが 3 つ以上ある場合、次のように対処する方法が
挙げられる。

One-vs-the-rest
• 「クラス i」と「それ以外」を分類するモデルを c 個作成する。

• positive データと negative データの数に偏りが生じる場合があることに注意。
• c 個のモデルの適合度の最も高いクラスを予測結果とする。

One-vs-one
• 「クラス i」と「クラス j」を分類するモデルを作成する。

• c(c-1)/2 個のモデルが作成される。
• positive データと negative データの数に偏りが生じる場合があることに注意。

• c(c-1)/2 個の出力から多数決によって予測結果を出力する。 179
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SVR

x1

x2

SVR は学習データが回帰曲線の一定範囲内εにおさ
まるように回帰曲線を学習する。なお、学習データ
が回帰曲線から距離εを超えた場合、ペナルティを
与えて学習を進める。

SVR で計算された回帰曲線には数理モデルを仮定し
ていない。このため、学習データの範囲外にある未
知データに対する予測は保証されない。

ε
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誤差関数

h

誤差関数は次のように、学習データと回帰曲線の距離
がεを超えたら、超えた分だけペナルティを与える。

ℎ 𝑦O − 𝑓 𝒙O = max 0, |𝑦O − 𝑓 𝒙O | − 𝜀

𝑦O − 𝑓 𝒙O
-ε ε

1
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SVR

x1

x2

SVR は SVM と同様にマージンの最大化問題に帰
着できる。

ε
argmin

𝒘

1
2
||𝒘||( + 𝛾N

OT'

6

ℎ 𝑦O − 𝑓 𝒙O

マージンの最大化
（重みの最小化）

誤差の最小化

この項は、正則化
項として作用して
過学習を防ぐ。
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SVR

x1

x2



SVR

x1

x2

学習データの範囲で高精度な予
測（フィッティング）結果が得
られている。



決定木
決定木

ランダムフォレスト

回帰木



決定木
決定木

ランダムフォレスト

回帰木



決定木
種子を作るか？

胚珠が子房の中にあるか？

子葉は1枚か？

花びらは離れているか？

裸子植物 単子葉類 双子葉類離弁花双子葉類合弁花

維管束を持つか？

シダ植物コケ植物

True

True

True

True

TrueFalse

False

False

False

False

決定木は、分類対象に対して、次々
に質問を設けて、その答えに基づい
てデータを分類していくアルゴリズ
ムである。
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不純度
不純度は、１つのノードに含まれるデータ
の種類の乱雑さを表す指標である。その指
標として、次のようなものが使われている。

不純度小 不純度大

𝐼} 𝑡 = −N
=T'

¤

𝑝(𝑗|𝑡) log( 𝑝(𝑗|𝑡)

𝐼¦ 𝑡 =N
=T'

¤

𝑝(𝑗|𝑡) 1 − 𝑝(𝑗|𝑡)

𝐼§ 𝑡 = 1 −max 𝑝(𝑗|𝑡)

エントロピー

ジニー不純度

分類誤差
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情報利得
情報利得は、親ノードの不純度と子ノード
の不純度の差を表される。あるノード k に
おける不純度を I(Dk) とおくと、情報利得
は次のように計算される。ただし、Nk は
ノード k のサンプルサイズとし、親ノード
を p、その子ノードを 1, 2, ..., c とする。

情報利得大 情報利得小

𝐼𝐺(𝐷�) = 𝐼 𝐷� −N
=T'

u
𝑁=
𝑁�

𝐼 𝐷=

この式より、親ノードの不純度が高く、子
ノードの不純度が小さいとき、情報利得が
大きくなる。決定木は、情報利得が最も大
きくなるように、データを分類している。
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決定木
決定木の枝数（層数）を増やことで、
すべての訓練データを間違いなく分
類できるようになる。訓練データに
含まれるノイズまでも分類対象と
なってしまうことがある。この状態
を過学習という。過学習を防ぐため
に、剪定（枝刈り）を行い、枝数を
制限することが行われている。

• 情報利得が閾値以下であれば、そ
こで剪定する。

• 決定木全体の複雑性が小さくなる
ように剪定する。
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可視化（graphviz, dtreeviz）
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決定木
決定木の枝数（層数）を増やことで、
すべての訓練データを間違いなく分
類できるようになる。訓練データに
含まれるノイズまでも分類対象と
なってしまうことがある。この状態
を過学習という。過学習を防ぐため
に、剪定（枝刈り）を行い、枝数を
制限することが行われている。

• 情報利得が閾値以下であれば、そ
こで剪定する。

• 決定木全体の複雑性が小さくなる
ように剪定する。
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重要度
重要度

木の根の近くで採用された特徴
量が、他の特徴量よりも優れて
いる（分類に有効である）。
「どれだけ有効か」がその特徴
量の重要度になる。例えば、親
子間のジニ係数の減少幅が大き
ければ、その特徴量の重要度が
高いといえる。

• 相関の高い特徴量が複数ある場合、
そのうち1特徴量の重要度だけが
高く、他は低くなる。

• 重要度はクラス分けのために重要
かどうかを示すだけであり、
positive あるいは negative と
いう情報を示さない。 194



重要度

∆𝐼 𝐷� =
𝑁�
𝑁
𝐼 𝐷� −N

=T'

u
𝑁=
𝑁
𝐼 𝐷=

𝑖𝑚𝑝𝑜𝑟𝑡𝑎𝑛𝑐𝑒 = N
�®∈¯°

∆𝐼 𝐷�

特徴量 xk の重要度は、特徴量 xk で分割したノードの改
善度の和として、次のように計算できる。

𝐷�
𝐷=
𝐼 𝐷O

ただし、

親ノード

𝐷�の子ノード

ノード 𝐷O の不純度

𝑁O ノード 𝐷O に中のサンプル数

𝑁 全サンプル数 195



決定木

予測結果

サ
ン
プ
ル

特徴量
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決定木
決定木

ランダムフォレスト

回帰木



ランダムフォレスト
サ
ン
プ
ル

特徴量

復元抽出 非復元抽出
多数決
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回帰木
回帰木は、決定木のアルゴリズムを回帰に応用したア
ルゴリズムである。このとき、不純度として、平均二
乗誤差が使われる。なお Dt はノード t を表す。

x

y

回帰木で構築されたモデルの予測値は、線形回帰とは
異なり、連続ではない。

𝐼 𝑡 = 𝑀𝑆𝐸 𝑡 =
1
𝑁P
N
O∈�´

𝑦(O) − B𝑦P
(

B𝑦P =
1
𝑁P
N
O∈�´

𝑦(O)
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回帰木
回帰木は、決定木のアルゴリズムを回帰に応用したア
ルゴリズムである。このとき、不純度として、平均二
乗誤差が使われる。なお Dt はノード t を表す。

x

y

回帰木で構築されたモデルの予測値は、線形回帰とは
異なり、連続ではない。また、回帰木で構築されたモ
デルは、訓練データの範囲外にある未知データが入力
された場合に、正確に予測できない場合がある。

𝐼 𝑡 = 𝑀𝑆𝐸 𝑡 =
1
𝑁P
N
O∈�´

𝑦(O) − B𝑦P
(

B𝑦P =
1
𝑁P
N
O∈�´

𝑦(O)
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k-近傍法



k-近傍法
k-近傍法は、分類問題を解くための教師あり学
習の一つである。k-近傍法では、未知のデータ
を予測するとき、未知のデータとすべての学習
データとの間の距離を計算し、未知データに最も
近い k 個の学習データのクラスに基づいて、多
数決により分類する。アルゴリズムが簡単で実装
しやすいが、ほとんど使われていない。

• ハイパーパラメータ k や距離の定義などを調
整する必要がある。

• 学習データのサンプル数が多いとき、または
特徴量が多いとき、距離計算の計算量が膨大
になるため、予測速度が遅くなる。

• 疎なデータセットに対して、予測性能が悪い。 203
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x2



k-近傍法
k-近傍法は、分類問題を解くための教師あり学
習の一つである。k-近傍法では、未知のデータ
を予測するとき、未知のデータとすべての学習
データとの間の距離を計算し、未知データに最も
近い k 個の学習データのクラスに基づいて、多
数決により分類する。アルゴリズムが簡単で実装
しやすいが、ほとんど使われていない。

x1

x2

k = 3

• ハイパーパラメータ k や距離の定義などを調
整する必要がある。

• 学習データのサンプル数が多いとき、または
特徴量が多いとき、距離計算の計算量が膨大
になるため、予測速度が遅くなる。

• 疎なデータセットに対して、予測性能が悪い。 204



k-近傍法

x1

x2

k = 7
k-近傍法は、分類問題を解くための教師あり学
習の一つである。k-近傍法では、未知のデータ
を予測するとき、未知のデータとすべての学習
データとの間の距離を計算し、未知データに最も
近い k 個の学習データのクラスに基づいて、多
数決により分類する。アルゴリズムが簡単で実装
しやすいが、ほとんど使われていない。

• ハイパーパラメータ k や距離の定義などを調
整する必要がある。

• 学習データのサンプル数が多いとき、または
特徴量が多いとき、距離計算の計算量が膨大
になるため、予測速度が遅くなる。

• 疎なデータセットに対して、予測性能が悪い。 205



k-近傍法

x1

x2

x1

x2

x1

x2

k の値を変更したり、奇数に
したりすることで、この状況
を回避する。

k の値を変更したり、ランダ
ムに 2 つを選んだりすること
で、この状況を回避する。

距離を重みとして、重みづけ
距離を用いることで、この状
況を回避できる。

k = 2 k = 2 k = 3
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アンサンブル学習
アンサンブル学習とは、様々な学習アルゴリズムで
作った予測器を組み合わせて一つの予測器を作る方法
である。複数の予測器を組み合わせることで、個々の
予測器の弱点が補完され、より高性能な予測器を構築
できる。しかし、アンサンブル法により作られる予測
器は往々にして複雑であり、技術的な労力に見合わな
い予測性能の改善が見られない場合もある。

訓練データセット

C1 C2 C3 Cm. . .
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アンサンブル学習
アンサンブル学習とは、様々な学習アルゴリズムで
作った予測器を組み合わせて一つの予測器を作る方法
である。複数の予測器を組み合わせることで、個々の
予測器の弱点が補完され、より高性能な予測器を構築
できる。しかし、アンサンブル法により作られる予測
器は往々にして複雑であり、技術的な労力に見合わな
い予測性能の改善が見られない場合もある。
アンサンブル法によって作られる予測器に未知のデー
タが代入されると、それぞれの予測器が予測結果を出
力する。このとき、多数決によって最終的な予測結果
を出力する。

テストデータセット

C1 C2 C3 Cm. . .

. . .

予測結果 209



アンサンブル学習
アンサンブル学習とは、様々な学習アルゴリズムで
作った予測器を組み合わせて一つの予測器を作る方法
である。複数の予測器を組み合わせることで、個々の
予測器の弱点が補完され、より高性能な予測器を構築
できる。しかし、アンサンブル法により作られる予測
器は往々にして複雑であり、技術的な労力に見合わな
い予測性能の改善が見られない場合もある。
アンサンブル法によって作られる予測器に未知のデー
タが代入されると、それぞれの予測器が予測結果を出
力する。このとき、多数決によって最終的な予測結果
を出力する。場合によって、これらの予測器の結果に
重みをつけて、最終的な予測結果を出力することもあ
る。

テストデータセット

C1 C2 C3 Cm. . .

. . .

予測結果

0.2x 0.1x 0.1x 0.4x
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バギング
同じ訓練データセットを用いて複数の予測器を作成し
た場合、過学習を起したバリアンスの高い予測モデル
が作られる可能性が高い。そこで、訓練データセット
から復元抽出したサブセットを用いて、各予測器を学
習させるバギングと呼ばれる手法が使われることもあ
る。各予測器は異なる訓練データのサブセットから作
られるため、過学習を抑制できる。

訓練データセット

復元抽出

C1 C2 C3 Cm. . .

. . .
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ブースティング

1. 訓練データを 2 個のサブセット D1 と D2 に分ける。
2. サブセット D1 を利用して予測器 C1 を作成する。
3. 手順 2 で作られた予測器を使って、サブセット D1
を予測する。誤分類したサンプルの 50% をサブ
セット D2 に加える。

4. サブセット D2 を利用して予測器 C2 を作成する。
5. 訓練データセット全体を予測器 C1 と C2 に予測さ
せて、両者の予測結果が異なっているサンプルをサ
ブセット D3 とする。

6. サブセット D2 を利用して予測器 C2 を作成する。
7. 予測器 C1, C2, C3 の多数決により予測を行う。

訓練データセット

非復元抽出

C1 C2

C3

D1 D2
D3

ブースティングは、アンサンブル学習の一つで、誤分
類されやすいサンプルを重点的に再学習を行うことで、
モデルの最終的な性能を向上を図っている。比較的に
有名なアルゴリズムとして AdaBoost がある。
AdaBoost では、概ね次のような手順で学習を行なっ
ている。

C1 C2
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ブースティング
• AdaBoost, GradientBoosting

• https://scikit-learn.org/stable/modules/ensemble.html
• scikit-learn に実装されている。

• XGBoost (Extreme Gradient Boosting, 2014)
• https://xgboost.readthedocs.io/en/latest/
• gradient boosting とランダムフォレストを組み合わせたアルゴリズム
• 性能は高いがハイパーパラメータが多い

• LightGBM (Microsoft, 2016)
• https://lightgbm.readthedocs.io/en/latest/
• gradient boostingとランダムフォレストを組み合わせたアルゴリズム
• 性能は高いがハイパーパラメータが多い
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スタッキング
独立した学習器 (たとえばサポートベクターマシン、ラ
ンダムフォレスト、ニューラルネットワークなど) で訓
練データを学習、それらの出力をあわせて別の学習器
の訓練データとし、学習。これを次々と繰り返す。上
位層の出力を下位層でどのように訓練データとして用
いるかは、データによってさまざまに工夫する。

訓練データセット

C1 C2 C3 Cm. . .

Cm+1
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スタッキング

https://www.slideshare.net/jeongyoonlee/winning-data-science-competitions-74391113
KDD Cup 2015 Jeong-Yoon Lee

GBM
NN
FM
LR
KRR
ET
RF
KNN

ブースティング
ニューラルネットワーク
Factorization Machine
ロジスティック回帰
Kernel Ridge Regression
Extremely Random Trees
ランダムフォレスト
k-近傍法
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データ収集

ワークフロー構築

実装

モデル構築
市場調査を行い、ニーズを確定
し、モデル構築に必要なデータ
を収集する。

収集されたデータに対して欠損値や異常
値処理を行い、データを機械学習が使え
る形に整形し、機械学習アルゴリズムに
渡すまでのワークフローを構築する。

入力データを使用して、パラ
メーターチューニングを行い、
最適なモデルを構築する。

機械学習モデルをアプリ
化し、スマホや専用機器
に実装し、実用化する。



データ前処理

欠損値処理

データ整形

特徴量選択

調査方法や調査データを再確認し、データの確認を行う。未調査による欠
損値や測定不備などによる異常値を取り除いたり、補完したりする。

データの形式をプログラムが取り扱いやすいように形式変換を行う。例え
ば、文字列からなるクラスラベルを整数値に置き換えたりする。

特徴量の中から重要なものを選択したり、あるいはいくつかの特徴量から
新しい特徴量を合成したりして、特徴選択を行う。過学習を抑えることが
期待される。

スケーリング 特徴量同士のスケールを揃えることで、ほとんどの機械学習アルゴリズム
うまく動作できるようになる。



データ前処理
欠損値処理

特徴量エンジニアリング
特徴量選択

特徴量抽出



欠損値処理
scikit-learn などの機械学習用のライブラリーのほと
んどは、欠損値を含むデータに対応していない。その
ため、これらのライブラリーを使用するにあたって、
ユーザー自身が欠損値や異常値を除去したり、補正し
たりする前処理を行う必要がある。欠損値は以下の 3
タイプあり、欠損値処理が有効であるのは MCAR の
タイプであることに注意。

label length weight nleaves nseeds

koshihikari 20.7 NA 79 932

hitomebore 18.4 19.3 86 838

tsuyahime 24.2 20.1 92 840

koshihikari 21.4 29.0 82 871

koshihikari 20.3 28.6 91 925
MCAR (Missing Completely At Random)

MAR (Missing At Random)

MNAR (Missing Not At Random)

完全にランダムで生じる欠損値。

観測データに依存してランダムに生じる欠損値。

欠損データに依存して生じる欠損値。



MAR
scikit-learn などの機械学習用のライブラリーのほと
んどは、欠損値を含むデータに対応していない。その
ため、これらのライブラリーを使用するにあたって、
ユーザー自身が欠損値や異常値を除去したり、補正し
たりする前処理を行う必要がある。欠損値は以下の 3
タイプあり、欠損値処理が有効であるのは MCAR の
タイプであることに注意。

MCAR (Missing Completely At Random)

MAR (Missing At Random)

MNAR (Missing Not At Random)

完全にランダムで生じる欠損値。

観測データに依存してランダムに生じる欠損値。

欠損データに依存して生じる欠損値。

MAR は、観測データに依存してランダムに
生じる欠損値。例えば、koshihikari 品種の
データに限って、weight 特徴量が欠損しや
すい。他の特徴量と関係を利用して、ある程
度バイアスを抑えて補正することができる。

label length weight nleaves nseeds

koshihikari 20.7 NA 79 932

hitomebore 18.4 19.3 86 838

tsuyahime 24.2 20.1 92 840

koshihikari 21.4 29.0 82 871

koshihikari 20.3 NA 91 925



MNAR
scikit-learn などの機械学習用のライブラリーのほと
んどは、欠損値を含むデータに対応していない。その
ため、これらのライブラリーを使用するにあたって、
ユーザー自身が欠損値や異常値を除去したり、補正し
たりする前処理を行う必要がある。欠損値は以下の 3
タイプあり、欠損値処理が有効であるのは MCAR の
タイプであることに注意。

MCAR (Missing Completely At Random)
完全にランダムで生じる欠損値。 MNAR は、欠損データに依存して生じる欠

損値。例えば、nanatsuboshi 品種の栽培実
験がほとんど行われていないために、その品
種の関連するすべてのデータがほぼ欠損して
いる。そもそもデータが少ない（存在しな
い）ので補正が困難である。

label length weight nleaves nseeds

koshihikari 20.7 NA 79 932

hitomebore 18.4 19.3 86 838

tsuyahime 24.2 20.1 92 840

koshihikari 21.4 29.0 82 871

koshihikari 20.3 NA 91 925

MAR (Missing At Random)

MNAR (Missing Not At Random)

観測データに依存してランダムに生じる欠損値。

欠損データに依存して生じる欠損値。



欠損値処理
scikit-learn や keras などの機械学習用のライブラ
リーのほとんどは、欠損値を含むデータに対応してい
ない。そのため、これらのライブラリーを使用するに
あたって、ユーザー自身が欠損値や異常値を除去した
り、補正したりする前処理を行う必要がある。

label length weight nleaves nseeds

hitomebore 18.4 19.3 86 838

tsuyahime 24.2 20.1 92 840

koshihikari 21.4 29.0 82 871

label length weight nleaves nseeds

koshihikari 20.7 NA 79 932

hitomebore 18.4 19.3 86 838

tsuyahime 24.2 20.1 92 840

koshihikari 21.4 29.0 82 871

koshihikari 20.3 NA 91 925

※ koshihikari 品種のデータ数が著しく減少したことに注意。

サンプルの削除
欠損値や異常値を含むサンプルをデータセットから除去す
る。この操作により、サンプルの数が減るため、サンプル
不足によるモデルの信頼度の低下を招くことがある。特定
のクラスのサンプル数が著しく減ることもある。



欠損値処理
scikit-learn や keras などの機械学習用のライブラ
リーのほとんどは、欠損値を含むデータに対応してい
ない。そのため、これらのライブラリーを使用するに
あたって、ユーザー自身が欠損値や異常値を除去した
り、補正したりする前処理を行う必要がある。

label length weight nleaves nseeds

koshihikari 20.7 NA 79 932

hitomebore 18.4 19.3 86 838

tsuyahime 24.2 20.1 92 840

koshihikari 21.4 29.0 82 871

koshihikari 20.3 28.6 91 925

label length nleaves nseeds

koshihikari 20.7 79 932

hitomebore 18.4 86 838

tsuyahime 24.2 92 840

koshihikari 21.4 82 871

koshihikari 20.3 91 925

サンプルの削除
欠損値や異常値を含むサンプルをデータセットから除去す
る。この操作により、サンプルの数が減るため、サンプル
不足によるモデルの信頼度の低下を招くことがある。特定
のクラスのサンプル数が著しく減ることもある。

特徴量の削除
欠損値や異常値を含む特徴量をデータセットから除去する。
この操作により、除去された特徴量が予測に使われる重要
な特徴量であるとき、モデルの性能を著しく低下させてし
まうことがある。



欠損値処理
scikit-learn や keras などの機械学習用のライブラ
リーのほとんどは、欠損値を含むデータに対応してい
ない。そのため、これらのライブラリーを使用するに
あたって、ユーザー自身が欠損値や異常値を除去した
り、補正したりする前処理を行う必要がある。

サンプルの削除
欠損値や異常値を含むサンプルをデータセットから除去す
る。この操作により、サンプルの数が減るため、サンプル
不足によるモデルの信頼度の低下を招くことがある。特定
のクラスのサンプル数が著しく減ることもある。

label length weight nleaves nseeds

koshihikari 20.7 NA 79 932

hitomebore 18.4 19.3 86 838

tsuyahime 24.2 20.1 92 840

koshihikari 21.4 29.0 82 871

koshihikari 20.3 28.6 91 925

特徴量の削除
欠損値や異常値を含む特徴量をデータセットから除去する。
この操作により、除去された特徴量が予測に使われる重要
な特徴量であるとき、モデルの性能を著しく低下させてし
まうことがある。

補完
欠損値や異常値を、その特徴量全体の平均値あるいは最頻
値で補完する。サンプル数や特徴量の減少がない。

label length weight nleaves nseeds

koshihikari 20.7 24.3 79 932

hitomebore 18.4 19.3 86 838

tsuyahime 24.2 20.1 92 840

koshihikari 21.4 29.0 82 871

koshihikari 20.3 28.6 91 925



欠損値補完
欠損値補完は、最もシンプルな方法として、欠損値と
なっている部分を、その特徴量全体の平均値あるいは
最頻値に置き換えることで補完する。この他に、線形
補間、kNN、MICE などもあり、実用上、平均値で置
き換えることよりも、これらの手法がよく使われてい
る。

線形補間
特徴量と特徴量あるいは特徴量と教師ラベル間の
回帰分析を行い、その回帰係数等を使用して、特
徴量中の欠損値を推定して補完する。

kNN
kNN のアルゴリズムを使用して、特徴空間上で、
欠損値を起こしたサンプルが配置している場所を
探索し、その近くにある値で補完する。

MICE
複数の欠損値を一端埋めたデータセットを作成す
る。次に、ある欠損値を 1 つだけ欠損させた状態
で、線形補間などを行う。次に、同様な操作によ
り、欠損値を 1 つずつ補完していく方法。
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前処理
機械学習の前処理は、学習時の収束速度や予測時の予
測性能の向上が目的で行われる。統計における「デー
タを特定の確率分布に近づける」という目的ではない。
そのため、解析者は各々のデータの特徴と目的に応じ
て最適な前処理を決める必要がある。

• 気象データを用いて害虫発生量を予測するとき、害
虫の個体数よりも規模を予測するのが真の目的であ
れば、初めから、害虫の発生量に閾値を設けて多・
中・少にしてからモデル構築を行う。

• 予測したいカテゴリ数が多い場合は、重要でないカ
テゴリを 1 つまとめて、モデルを構築する。

個体数/面積
0 1000

少 中 多

その他

セスジスズメ
クロメンガタスズメ

モンシロチョウ
アゲハ
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データ整形（カテゴリデータ）
カテゴリ変数は、服のサイズを表す S、M、L や動物
名を表す sunny、cloudy、rainy、snowy などのよ
うに、通常文字列で表されている。前者のように各文
字に順序関係が存在するとき、その特徴量を順序特徴
量という。これに対して、後者のように順序のない特
徴量を名義特徴量という。ほとんどの機械学習アルゴ
リズムは、これらのような文字からなる情報をサポー
トしていない。そのため、ユーザーは自らこれらの文
字情報を数値情報に置き換える必要がある。

順序特徴量

名義特徴量

MS L

cloudysunny snowyrainy



順序特徴量
順序特徴量の場合、その大小関係を保持させて整数値
に変換することで対応できる。例えば、S = 1、M = 2、
L = 3 のように変換することができる。

Age Size
26 S
31 M
28 S
34 L
38 L
32 L

Age Size
26 1
31 2
28 1
34 3
38 3
32 3

MS L



名義特徴量（one-hot encoding）
名義特徴量の場合は、ダミー変数を制定して、各文字
ラベルをダミー変数に置き換えることができる。例え
ば、下の表のように sunny、cloudy、rainy、
snowy の 4 つのラベルに対応するためのダミー変数
を 4 つ用意して、sunny であれば sunny 特徴量に 1
を、他の 3 特徴量に 0 として表すことができる。

Flower Weather
1 rainy
1 cloudy
0 sunny
1 rainy
0 snowy
0 sunny

Flower sunny cloudy rainy snowy
1 0 0 1 0
1 0 1 0 0
0 1 0 0 0
1 0 0 1 0
0 0 0 0 1
0 1 0 0 0

cloudysunny snowyrainy



名義特徴量（dummy encoding）
名義特徴量の場合は、ダミー変数を制定して、各文字
ラベルをダミー変数に置き換えることができる。ラベ
ルが 4 つあるとき、4 つのダミー変数を用意する必要
はない。例えば、sunny、cloudy および rainy に対
応するダミー変数を用意して、この 3 つのダミー変数
がすべて 0 のときは自動的に snowy を意味するよう
になる。one-hot encoding に比べ、この dummy
encoding の方が多重共線性を回避することができる。

Flower Weather
1 rainy
1 cloudy
0 sunny
1 rainy
0 snowy
0 sunny

Flower sunny cloudy rainy
1 0 0 1
1 0 1 0
0 1 0 0
1 0 0 1
0 0 0 0
0 1 0 0

snowy

cloudysunny snowyrainy



名義特徴量（effect encoding）
one-hot encoding の多重共線性を回避するもう一つ
の方法として、effect encoding がある。effect
encoding では、dummy encoding のとき、すべて
の要素が 0 のベクトルを -1 に置き換えたものに等し
い。

Flower Weather
1 rainy
1 cloudy
0 sunny
1 rainy
0 snowy
0 sunny

Flower sunny cloudy rainy
1 0 0 1
1 0 1 0
0 1 0 0
1 0 0 1
0 -1 -1 -1
0 1 0 0

snowy

cloudysunny snowyrainy



ビッグデータの encoding
カテゴリ n 個あるとき、少なくとも n -1 個のダミー
変数を用意する必要がある。カテゴリ数の多いデータ
に対して、encoding する場合は、大きな計算メモリ
を必要とする。この場合、カテゴリ数を減らしたり、
あるいはカテゴリを何らかの方法で連続値に変換して
用いるなどの対処を行う場合がある。

n0 n1 n2 n3 n4 n5 n6 n7 n8 n0
0 0 1 0 0 0 0 0 0 0
1 0 0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 1 0 0
0 0 0 0 0 0 0 0 1 0
0 0 0 0 0 1 0 0 0 0
0 0 1 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0 0 1
1 0 0 0 0 0 0 0 0 0
0 0 0 0 1 0 0 0 0 0
0 1 0 0 0 0 0 0 0 0

特徴量ハッシング

ビンカウンティング



特徴量ハッシング
特徴量ハッシングは、カテゴリ名（文字）をハッシュ
関数に代入し、その出力を新しいカテゴリ名として、
採用するような方法である。このとき、ハッシュ関数
として n 種類のカテゴリを入力として受け取り、m 種
類のカテゴリを出力するような関数を用いれば、カテ
ゴリ名を減らすことが可能である。ただし、ハッシュ
関数の制御が困難で、例えば右のように dog と tulip
がおなじハッシュ名なったりするため、解釈が難しく
なる。従って、解釈を重視する場合には、特徴量ハッ
シングは不適である。

dog
mouse

cherry
tulip

cat
C2
C3
C4
C2

C1
h(x)

species
cat
dog
mouse
cherry
tulip

C1 C2 C3
1 0 0
0 1 0
0 0 1
0 0 0
0 1 0

ハッシュ関数

md5

sha1

murmurhash3

文字を整数に変換してから、それ
を整数 k で割ると、その余は k
種類になる。このことを応用して、
n 個のカテゴリを k 個のカテゴリ
に変換できるようになる。

Shi et al., http://proceedings.mlr.press/v5/shi09a.html
Weiberger et al., https://arxiv.org/abs/0902.2206

http://proceedings.mlr.press/v5/shi09a.html
https://arxiv.org/abs/0902.2206


ビンカウンティング
カテゴリに対して、何らかの値を集計した統計量を計
算して、カテゴリ名をその統計量で置き換える。例え
ば、IP アドレスを変換する場合は、DDoS 攻撃の攻撃
頻度を統計量とみなすことができる。ただし、変換方
法により、教師ラベルの情報が、特徴量として織り込
まれることに注意する必要がある。

196.0.2.1
196.0.1.1
196.0.0.3
196.0.0.2

196.0.0.1
0.0
0.0
1.0
8.0

2.0

f(x)

IP
196.0.0.1
196.0.2.1
196.0.1.1
196.0.0.3
196.0.0.2

stats
2.0
0.0
0.0
1.0
8.0
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連続値の前処理
スケールの異なる特徴量を係数を推定するとき、推定
結果がスケールの大きい特徴量の係数に影響されやす
く、収束が遅くなる。このようなスケールの大きい
データに対して、階級化、二値化、対数化などを行う
ことで、モデルの予測性能を向上させる場合が多い。

離散化

二値化
階級化

対数化

特徴量 1

特
徴
量
2

特徴量 1

特
徴
量
2

0 1000

10

2

2

スケーリング



離散化（二値化）
特徴量のスケールが大きく、その分布が広いとき、二
値化を行うことで予測性能を向上させることがある。
例えば、右の例ように、データの 90% が 10 以下の
値を取り、残りの 10% が 10 よりも大きい値をとる
ような場合は、10 を閾値としてデータを 0 または 1
に変換すると、スケールの影響を大きく抑えることが
できるようになる。閾値の設定は、データの分布やド
メイン知識などを考慮して決める。

0 1

weight
19
203
28
4

430

k
0
1
1
0
1

0 10 1000100



離散化（階級化）
スケールの大きい特徴量を、いくつかの階級に分ける
ことで、スケールを小さくすることができる。例えば、
年齢データを 10 歳ごとに階級を決めて割り当てるこ
とで、0～100 までのスケールをわずか 0～9 までに
縮小させることができる。

0 100

0 1 2 3 4 5 6 7 8 9

機械的に離散化

Age
21
24
32
35
28

Age
2
2
3
3
2



離散化（階級化）
スケールの大きい特徴量を、いくつかの階級に分ける
ことで、スケールを小さくすることができる。例えば、
年齢データを 10 歳ごとに階級を決めて割り当てるこ
とで、0～100 までのスケールをわずか 0～9 までに
縮小させることができる。また、階級化は固定間隔で
決める代わりに、ドメイン知識を使用して決めること
もある。

幼児 児童 青年 成人 中年 老年

0 100
ドメイン知
識で離散化

0 1 2 3 4 5

Age
21
24
32
35
28

Age
2
3
3
3
2



離散化（分位数）
q-分位数を利用した離散化も取られている。例えば、
四分位数を使用して、データ全体を 1, 2, 3, 4 の 4 つ
の階級に分けることができる。

0 10 1000100

weight
19
203
28
4

430

k
3
4
3
1
4

Q1 Q2 Q3

1 2 3 4



離散化（累乗階級）
スケールの大きい特徴量に対して、10 の累乗で階級化
することもある。

0 10 1000100

1 2 3

weight
19
203
28
4

430

k
2
3
2
1
3



対数化
スケールの大きい特徴量、とくに分布の裾の広い特徴
量に対して、対数化することも、予測性能を上げるた
めの有効な前処理法の一つである。対数化は、データ
に負の値が含まれると変換できないので、負の値が存
在する場合は、定数を足してすべて正の値となるよう
にする。

0 10 1000100
1 20

weight
19
203
28
4

430

k
2.94
5.31
3.33
1.38
6.06

3



Box-Cox 変換
分散安定化変換は、分散が平均に依存しないように変
数の分布を変換する操作である。その代表的な変換と
して Box-Cox 変換が一般的に知られている。対数変
換や平方根変換なども Box-Cox 変換の特別な場合で
ある。λは変換後のデータが最も正規分布に近くなる
ように決定される。

𝑧O = µ
𝑥¶

𝜆
, 𝜆 ≠ 0

ln 𝜆 , 𝜆 = 0



スケーリング
機械学習を行うときは、基本的に特徴量をスケーリン
グした方が、学習が収束しやすいと言われている。ス
ケーリングは、複数の特徴量のスケールを同じスケー
ルに揃える作業である。スケーリングには、正規化と
標準化の 2 種類が存在する。
機械学習における正規化および標準化は、学習時の収
束速度や予測時の予測性能の向上が目的として、行わ
れている。統計における「データを正規分布に近づけ
る」という目的ではないことに注意。



正規化
機械学習における正規化とは、特徴量をある値の範囲
内に収めることである。例えば、特徴量の範囲を
0≤x≤1 の範囲に変換する操作（min-max スケーリン
グ）がなどが正規化にあたる。この変換により、デー
タの最小値は 0、最大値は 1 となるので、上限と下限
が存在しているデータに対して有効である。min-max
スケーリングを行うことでデータの分布の形は変化し
ない。また、min-max スケーリングは、右図のよう
に外れ値に弱いと言われている。

min-max スケーリング

0 100

0 1

𝑧O =
𝑥O − 𝑥¸O6
𝑥¸¹¯ − 𝑥¸O6



L2正規化
特徴量を特徴量空間上において、その距離を 1 となる
ような L2 正規化法もある。L2 正規化法は、各サンプ
ルの全特徴量に対して、正規化を行っている。そのた
め、正規化後の各サンプルの分布は変化することに注
意。

L2 正規化

𝒛(O) =
𝒙(O)

𝒙'
(O) (

+ 𝒙(
(O) (

+ ⋯+ 𝒙�
(O) (

パラメーター推定時に、パラメーターの数が増えないよ
うに罰則をかけるときの L2 正則化と間違えないようす
ること。

x1

x2

𝒙(')

𝒙(()

𝒙(º)

𝒙(»)

𝒙(¼)

x1

x2

𝒛(')

𝒛(()

𝒛(º)

𝒛(»)

𝒛(¼)

x1 x2
-0.2 -0.3
1.4 0.8
1.2 -0.7
-1.2 -1.2
0.2 -1.5

x’1 x’2
-0.54 -0.83
0.87 0.50
0.86 -0.50
-0.71 -0.71
0.13 -0.99



標準化
標準化は、データを平均 0、分散 1 のデータに変換し
ている。標準化は、正規化に比べて、外れ値の影響を
やや受けにくい。機械学習では、正規化に比べて、標
準化がよく使われている。

𝑧O =
𝑥O − 𝜇¯
𝜎¯ 0 2010

-2 1050
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交互作用特徴量
特徴間の交互作用を考慮して、それらの
組み合わせで新しい特徴量を作ることが
できる。新しい特徴量を作成するときは、
機械的に、例えば、x1 および x2 の 2
つの特徴量が存在するとき、両者の積
x1x2 を新しい特徴量となるように作る
こともあれば、ドメイン知識を利用して、
例えば「x1 > 10」かつ「x2 > 0」のと
き x1+x2 、そうでなければ x1x2 とな
るような特徴量を作ることもある。機械
的に特徴量を作成する場合、手間が少な
いが、予測性能の向上に貢献しない特徴
量も含まれる。これに対して、ドメイン
知識を使用して特徴量を作成する場合、
手間がかかるが、有効な特徴量である可
能性が高い。

y x1 x2
0.5 -0.6
0.6 0.7
0.3 0.2
-0.8 0.2
0.1 -0.3

y x1 x2 x3
0.5 -0.6 0.61
0.6 0.7 0.85
0.3 0.2 0.13
-0.8 0.2 0.68
0.1 -0.3 0.10

x1

x2

0

x3

0
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特徴量選択
機械学習モデルが過度に複雑すぎる（パラメーター数
が多すぎる）と、モデルが訓練データに過度にフィッ
ティングしてしまい、汎用性を失うことがある。この
ことを過学習という。過学習を抑えるためには、デー
タを増やしたり、パラメーターの数を減らしたりする
必要がある。とくに、データが増やせない場合に、重
要な特徴量だけを選択してモデルを構築することが、
予測性能を高くする上で非常に役立つ。

単純なモデル

複雑なモデル

フィルタ法

ラッパー法

組み込み法

特徴量と正解ラベルの相関や交互情報
量等を計算して、閾値よりも小さけれ
ば削除する方法。

特徴量の一部だけを使用してモデルを
構築し評価する。これを繰り返すこと
で最適な特徴量を選択する方法。

学習アルゴリムズに組み込まれている
特徴量選択法。決定木や L1 正則化な
どが組み込み法である。



特徴量選択（フィルタ法）
フィルタ法では、各特徴量と正解ラベルの相関を調べ、
その特徴量が正解ラベルを予測する上で有効かどうか
を判定し、選択する手法である。p 個の特徴量がある
場合、p 回の判定を行えばよく、計算コストが小さい。
しかし、判定は、各特徴量と正解ラベルだけで判断さ
れ、特徴量同士の交互作用は考慮されず、そのうえ、
予測結果も考慮されていないために、予測するために
重要な特徴量が選択されない可能性がある。

相関係数

交互情報量

カイ２乗検定

フィッシャースコア

回帰分析

分散

分散分析



特徴量選択（ラッパー法）
ラッパー法では、総当たりで特徴量を組み合わせて、
予測モデルを作成し、評価することを繰り返して、特
徴量の最適な組み合わせを選択する手法である。ラッ
パー法は、特徴量同士の交互作用や予測性能を考慮し
ているため有効な特徴量選択と言える。しかし、特徴
量の数が多いとき、膨大な計算コストがかかる。

逐次前進法
特徴量 1 つだけモデルの作成と評価を行い、最適
な特徴量を決める。次に、選択された特徴量に加え
て、もう 1 つの特徴量を足してモデルの作成と評
価を行う。この操作を、予測性能が改善されなくな
るまで繰り返す。

逐次後退法
特徴量をすべて含むモデルから特徴量を 1 つだけ
除去したモデルに対して評価を行い、最も不要な特
徴量を取り除く。次に、そのモデルからさらにもう
1 つの特徴量を除去したモデルに対して評価を行
い、最も不要な特徴量を取り除く。この操作を、予
測性能が改善されなくなるまで繰り返す。



特徴量選択（正則化）

特徴量

正
解
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特徴量

正
解
ラ
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ル

y = w0 + w1x1 + w2x2 + w3x3 + w4x4 y = w0 + w2x2

正則化



特徴量選択（ランダムフォレスト）
ランダムフォレストでモデルを構築すると、モデルに
含まれる各特徴量の重要度が計算される。この重要度
に基づいて特徴量を選択することもできる。なお、ラ
ンダムフォレストを利用した特徴量選択において、重
要と思われる複数の特徴量が互いに強く相関している
場合、ランダムフォレストはそのうち1特徴量だけの重
要度を高く評価し、それ以外の特徴量を低く評価する
ので、注意が必要である。

気温

重
要
度

日射量 降水量 風速 風向 日長
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特徴量抽出



特徴量抽出

主成分分析
カーネル主成分分析
線形判別分析



特徴量抽出

主成分分析
カーネル主成分分析
線形判別分析



主成分分析

id gene 1 gene 2
CS1 20 26
CS2 27 20
CS3 23 21
CS4 5 3
CS5 18 4
CS6 22 4

データ

0 gene 1 [TPM] 30

ge
ne
 2
 [T
PM
]

30

主成分分析
新特徴量1

新特徴量2

主成分分析は、次元削減の目的で使わ
れている。具体的に、観測された p 次
元 の 特徴量から、すべてのサンプルを
最もよく分離できる新しい特徴量を探
している。



主成分分析

0 gene 1 [TPM] 30

ge
ne
 2
 [T
PM
]

30

データの散らばり具合を測る指標として、一般的に
分散が用いられる。データ同士の距離が近いと分散
が小さく、距離が遠くなると分散も大きくなる。あ
る軸方向で見たとき、全データから分散を計算する
ことで、その軸における全データがどれほど分離し
ているのかを把握できる。

𝑉𝑎𝑟[𝑥] =
1

𝑛 − 1
N
OT'

6

(𝑥O − �̅�)(



主成分分析

0

𝑉𝑎𝑟[𝑥] =
1

𝑛 − 1
N
OT'

6

(𝑥O − �̅�)(

x 軸（gene 1 発現量）における分散

ge
ne
 2
 [T
PM
]

30

gene 1 [TPM] 30



主成分分析

0

𝑉𝑎𝑟[𝑥] =
1

𝑛 − 1
N
OT'

6

(𝑥O − �̅�)(

x 軸（gene 1 発現量）における分散

30



主成分分析

0

𝑉𝑎𝑟[𝑥] =
1

𝑛 − 1
N
OT'

6

(𝑥O − �̅�)(

x 軸（gene 1 発現量）における分散

30x-
x1 x6x2 x3x5

x4



主成分分析

0

𝑉𝑎𝑟[𝑥] =
1

𝑛 − 1
N
OT'

6

(𝑥O − �̅�)(

x 軸（gene 1 発現量）における分散

d1 d6 𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(

平均が 0 となるように平行移動し
ても一般性を失われない。



主成分分析

0 gene 1 [TPM] 30

ge
ne
 2
 [T
PM
]

30



主成分分析

0 gene 1 [TPM] 30

ge
ne
 2
 [T
PM
]

30



主成分分析

gene 1

ge
ne
 2

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2

d1

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2 d2

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2 d3

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2

d4

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2

d5

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2

d6

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2

新しい軸における分散

𝑉𝑎𝑟[𝑑] =
1

𝑛 − 1
N
OT'

6

𝑑O(



主成分分析

gene 1

ge
ne
 2

1. 全データの重心を計算し、その重心が原点となる
ように平行移動する。この平行移動により、デー
タ同士の距離や方向は変化しないことに注意。

2. 原点を通る直線（2次元データの場合）を 1 本描
く。この直線を新しい座標軸 x' とみなしたとき、
すべての点の x' 軸上の座標を求める。x' 軸におけ
る座標を使用して、データの分散を計算する。

3. 原点を通る直線を原点を中心に回転しながら、
データの分散を求め、分散が最大となるような直
線を求める。

4. 分散が最大となるような軸が見つかれば、次に、
手順2～3を繰り返して、その軸と垂直なるような
新しい軸を見つける。この作業を繰り返して、入
力データと同じ数だけの新しい軸を見つける。



分散共分散行列

Σ𝑿 =
𝐶𝑜𝑣(𝒙', 𝒙') ⋯ 𝐶𝑜𝑣(𝒙', 𝒙6)

⋮ ⋱ ⋮
𝐶𝑜𝑣(𝒙6, 𝒙') ⋯ 𝐶𝑜𝑣(𝒙6, 𝒙6)

=
1
𝑛
𝑿�P𝑿�

𝐶𝑜𝑣 𝒙Y, 𝒙? = 𝐸 (𝒙Y − 𝐸 𝒙Y )(𝒙? − 𝐸 𝒙? )

=
1
𝑛
N
=T'

6

𝑥=Y − �̅�Y 𝑥=? − �̅�?

=
1
𝑛
𝒙Y�P𝒙?�

𝒙Y� = 𝑥'Y − �̅�Y ⋯ 𝑥6Y − �̅�Y P

ただし、

• 各特徴間の分散を表している。
Cov(xk, xl) は特徴 k と特徴
l の共分散を表す。対角線上
の Cov(xk, xk) は特徴 k の
分散を表す。



分散

𝒛 = 𝑿𝒘

Σ𝒛 =
1
𝑛
𝒛�P𝒛� =

1
𝑛
𝑿�𝒘 P 𝑿�𝒘

=
1
𝑛
𝒘P𝑿�P𝑿�𝒘

= 𝒘PΣ𝑿𝒘

• 観測データ行列 X があり、
行列 X に射影ベクトル w
（n行1列）をかけて座標変
換を行う。座標変換後のデー
タを z とする。この操作に
より n 個の特徴量が 1 つの
点に射影される。

• ベクトル Z の分散Σzは、次
のようにして、行列 X の分
散共分散行列を用いて書き表
すことができる。

z11 = w0 + w1x11 + w2x12

x11

x12

z11
x1

x2

z1



第 1 主成分

• 射影後の座標である z の分散
Σz が最も大きくなるような
射影を考える。

• Σzを最大にする w を求める。
ただし、w は回転のみを行う
単位ベクトルであるから、制
限条件として ||w|| = 1 であ
る。

𝒘Y = 1

argmax
𝒘

Σ𝒛

= argmax
𝒘

𝒘PΣ𝑿𝒘 ただし、



第 1 主成分

• ラグランジュの未定乗数法で
求めると、行列の固有値問題
に帰着できる。

𝐿 𝒘 = 𝒘PΣ𝑿𝒘 − 𝜆(𝒘P𝒘 − 1)

𝜕𝐿(𝒘)
𝜕𝒘

= 2Σ𝑿𝒘 − 2𝜆𝒘 = 𝟎

Σ𝑿𝒘 = 𝜆 𝒘

w で偏微分し 0 と置くと、

固有ベクトル固有値



固有値問題

• 行列 X が n 行 p 列（p 個の
特徴量を含む n 個のデータ）
のとき、ΣX は p 行 p 列に
なる。

• そのため、固有値問題を解く
際に、λも p 個計算される。

Σ𝑿𝒘 = 𝜆 𝒘

この固有値を問題を解くために、|ΣX - λI| = 0 を満
たすλをまず計算する。ただし、I は単位行列を表す。

ΣÇ − 𝜆𝐈 = 𝟎

これにより、p 個の解λが得られる。これらのλを大
きい順に λ1>λ2> ... >λp とする。



固有値問題

• 行列 X が n 行 p 列（p 個の
特徴量を含む n 個のデータ）
のとき、ΣX は p 行 p 列に
なる。

• そのため、固有値問題を解く
際に、λも p 個計算される。

𝝀 =
𝜆'
⋮
𝜆�

すると、それぞれのλjに対して、ΣXw=λjw を満た
す固有ベクトル wj が計算される。

𝑾 =
𝒘'
⋮
𝒘�

固有ベクトル

固有値

𝜆' > 𝜆( > ⋯ > 𝜆�



固有値問題と主成分分析

Σ𝒛 = 𝒘PΣ𝑿𝒘 = 𝒘P𝜆𝒘 = 𝜆𝒘P𝒘 = 𝜆
固有値：第１主成分の分散

固有ベクトル：座標変換を行う回転行列

𝜆

𝒘
𝒛 = 𝑿𝒘

主成分得点𝒛
𝒛 = 𝑿𝒘

• 固有値λは、主成分の寄与率
の計算に使われる。



主成分得点

• 主成分分析は p 次元のデータ
を低次元に射影する次元削減
の目的で使われる。

• 何次元に射影するか（主成分
をいくつ選ぶか）は、研究分
野目的によって異なる。

• 固有値がある閾値以上の
とき

• 固有値の変化が緩やかに
になったとき

• 累積寄与率が 80~90%
を超えたとき

• 寄与率が 1/p を越える
とき

𝒛 = 𝑿𝒘
z11 = w0 + w1x11 + w2x12

x11

x12

z11
x1

x2

z1

𝜆' 𝜆( 𝜆º 𝜆» 𝜆¼ 𝑟' 𝑟( 𝑟º 𝑟» 𝑟¼

≥80%

𝜆' 𝜆( 𝜆º 𝜆» 𝜆¼



寄与率

各主成分の分散λ1、 λ2、・・・、 λpが与えられた
とき、第 k 主成分の寄与率は、次のように計算される。

𝑟Y =
𝜆Y

∑OT'
� 𝜆O

• 主成分分析にあたり、分析結
果から何個目の主成分を取る
のかを寄与率で判断する場合
がある

また、第 k 主成分の累積寄与率は、次のように計算さ
れる。

𝑐Y =
∑OT'Y 𝜆O
∑OT'
� 𝜆O



主成分負荷量

観測データの各特徴量と各主成分の相関を主成分負荷
量（因子負荷量）という。主成分負荷量は次のように
して計算できる。

𝐶𝑜𝑣 𝑥O, 𝑧= =
1
𝑛∑OT'

6 (𝑥O − �̅�)(𝑦O − Ë𝑦)

1
𝑛∑OT'

6 (𝑥O − �̅�)(
1
𝑛∑OT'

6 (𝑦O − Ë𝑦)(



特徴量抽出

主成分分析
カーネル主成分分析
線形判別分析



カーネル主成分分析

写像関数φを考え、特徴量を高次元空間に写像してか
ら主成分分析を行う方法がある。

𝜙:ℝ@ → ℝY

写像後の特徴量空間において、分散共分散行列は次の
ように書ける。

ΣÏ(𝑿) =
1
𝑛
𝜙(𝑿)Ð𝜙(𝑿)

主成分分析と同様に固有値問題に帰着できる。

ΣÏ(𝑿)𝒘 = 𝜆 𝒘



カーネル主成分分析

ベクトル a を次のようにおくと、

𝒂 =
𝜙 𝑿 𝒘
𝜆(𝑛

固有値問題が次のように置き換えられる。

1
𝑛
𝑲𝒂 = 𝜆 𝒂

これを解くと n 個の固有値および固有ベクトルが得ら
れるが、最初の k 個を選ぶ。

• Kはカーネル行列と呼ばれて
いる。カーネル行列の各成分
は、カーネル関数による写像
後の特徴量同士の内積を表し
ている。

• カーネル関数は多項式カーネ
ル、RBFカーネル、双曲線正
接カーネルがよく使われてい
る。

𝑲 = 𝜙(𝑿)𝜙(𝑿)Ð

https://axa.biopapyrus.jp/machine-learning/preprocessing/kernel-pca.html

https://axa.biopapyrus.jp/machine-learning/preprocessing/kernel-pca.html


カーネル主成分分析

新しいデータ x’ を射影したい場合、 𝜙(𝑿)Ð𝒘 を計算す
る必要がある。

𝜙(𝑿)Ð𝒘 =N
O

𝒂(O) 𝜙(𝒙′)Ð𝜙(𝒙(O))

これを解くと n 個の固有値および固有ベクトルが得ら
れるが、最初の k 個を選ぶ。

• 新しいデータ x’ を既存の特
徴量空間に射影するとき、x’
と訓練データ x との類似度を
計算する必要がある。

• カーネル主成分分析を使用す
るとき、訓練データをすべて
記憶する必要がある。

=N
O

𝒂 O 𝑘(𝒙�, 𝒙(O))



特徴量抽出

主成分分析
カーネル主成分分析
線形判別分析



線形判別分析

0

線形判別分析は特徴抽出の目的で使われる。主成分
分析と異なり、データの教師ラベルを使用して、異
なるクラスを最もよく分離できる空間にデータを写
像する。

x1

x 2



線形判別分析
線形判別分析では、射影後の座標において、2 つ
のクラスを最もよく分離できるような軸を見つける。

0 x1

x 2



線形判別分析
線形判別分析では、射影後の座標において、2 つ
のクラスを最もよく分離できるような軸を見つける。

• x1 軸では、青点と赤点を分離することができな
い。

0 x1

x 2



線形判別分析
線形判別分析では、射影後の座標において、2 つ
のクラスを最もよく分離できるような軸を見つける。

• x1 軸では、青点と赤点を分離することができな
い。

0 x1

x 2



線形判別分析
線形判別分析では、射影後の座標において、2 つ
のクラスを最もよく分離できるような軸を見つける。

• x1 軸では、青点と赤点を分離することができな
い。

• x2 軸では、青点と赤点を分離することができな
い。

0 x1

x 2



線形判別分析

0

z11 = w0 + w1x11 + w2x12

z1z11x11

x12

線形判別分析では、射影後の座標において、2 つの
クラスを最もよく分離できるような軸を見つける。

• x1 軸では、青点と赤点を分離することができな
い。

• x2 軸では、青点と赤点を分離することができな
い。

• 青点と赤点をもっともよく分離できる線形写像
w を考えて、w で写像する。

x1

x 2



線形判別分析
線形判別分析では、射影後の座標において、2 つ
のクラスを最もよく分離できるような軸を見つける。
例えば、ある軸における、2 クラスのデータの平
均が最も離れていれば、それは 2 つのクラスを
もっともよく分離できる軸とみなすことができる。

𝐽 𝒘 = 𝜇' − 𝜇( (

𝜇'𝜇(

z1



線形判別分析
線形判別分析では、射影後の座標において、2 つ
のクラスを最もよく分離できるような軸を見つける。
例えば、ある軸における、2 クラスのデータの平
均が最も離れていれば、それは 2 つのクラスを
もっともよく分離できる軸とみなすことができる。

𝐽 𝒘 = 𝜇' − 𝜇( (

𝜇'𝜇(

z1

𝜇'𝜇(

z1

ただし、クラス内分散が大きいときは、各クラス平
均同士の距離が大きくても、分離できない場合があ
る。



線形判別分析
線形判別分析では、射影後の座標において、2 つ
のクラスを最もよく分離できるような軸を見つける。
例えば、ある軸における、2 クラスのデータの平
均が最も離れていれば、それは 2 つのクラスを
もっともよく分離できる軸とみなすことができる。

𝐽 𝒘 = 𝜇' − 𝜇( (

𝜇'𝜇(

z1

𝜇'𝜇(

z1

ただし、クラス内分散が大きいときは、各クラス平
均同士の距離が大きくても、分離できない場合があ
る。そのため、分散の効果も取り入れる必要がある。

𝐽 𝒘 =
𝜇' − 𝜇( (

𝑉' + 𝑉(

𝑉' 𝑉(

𝑉' 𝑉(



線形判別分析

• クラス 1 とクラス 2 を分離する
ために、次のような最適化を行う
必要がある。

• 写像後の座標軸において、ク
ラス 1 平均とクラス 2 平均
の距離をできるだけ長くする。

• クラス 1 の分散をできるだ
け小さくする。

• クラス 2 の分散をできるだ
け小さくする。

𝐽 𝒘 =
𝜇' − 𝜇( (

𝑉' + 𝑉(
最大化
最小化



線形判別分析

• クラス 1 とクラス 2 を分離する
ために、次のような最適化を行う
必要がある。

• 写像後の座標軸において、ク
ラス 1 平均とクラス 2 平均
の距離をできるだけ長くする。

• クラス 1 の分散をできるだ
け小さくする。

• クラス 2 の分散をできるだ
け小さくする。

• 空間上でもこの等式は成り立つ。

𝐽 𝒘 =
𝝁' − 𝝁( (

𝑽' + 𝑽(
最大化
最小化



平均間の距離

𝝁' − 𝝁( ( = |Ë𝒛' − Ë𝒛(|(

= |𝒘P(Õ𝒙' − Õ𝒙()|(

= 𝒘P(Õ𝒙' − Õ𝒙()(Õ𝒙' − Õ𝒙()P𝒘

• クラス 1 とクラス 2 を分離する
ために、次のような最適化を行う
必要がある。

• 写像後の座標軸において、ク
ラス 1 平均とクラス 2 平均
の距離をできるだけ長くする。

• クラス 1 の分散をできるだ
け小さくする。

• クラス 2 の分散をできるだ
け小さくする。

• 空間上でもこの等式は成り立つ。

= |𝒘PÕ𝒙' − 𝒘PÕ𝒙(|(

クラス間共分散行列



クラス内分散

• クラス 1 とクラス 2 を分離する
ために、次のような最適化を行う
必要がある。

• 写像後の座標軸において、ク
ラス 1 平均とクラス 2 平均
の距離をできるだけ長くする。

• クラス 1 の分散をできるだ
け小さくする。

• クラス 2 の分散をできるだ
け小さくする。

• 空間上でもこの等式は成り立つ。

Σ𝒛U =
1
𝑛
𝒛=�P𝒛=� =

1
𝑛
𝑿=�𝒘

P
𝑿=�𝒘

= 𝒘PΣ𝑿U𝒘

クラス j の分散は、分散共分散行列として表される。

よって、クラス 1 の分散とクラス 2 の分散は次の
ように計算される。

𝑉' + 𝑉( = 𝒘PΣ𝑿w𝒘 + 𝒘PΣ𝑿x𝒘

= 𝒘P(Σ𝑿w + Σ𝑿x)𝒘クラス内共分散行列和



分散共分散行列

Σ𝑿 =
𝐶𝑜𝑣(𝒙', 𝒙') ⋯ 𝐶𝑜𝑣(𝒙', 𝒙6)

⋮ ⋱ ⋮
𝐶𝑜𝑣(𝒙6, 𝒙') ⋯ 𝐶𝑜𝑣(𝒙6, 𝒙6)

=
1
𝑛
𝑿�P𝑿�

𝐶𝑜𝑣 𝒙Y, 𝒙? = 𝐸 (𝒙Y − 𝐸 𝒙Y )(𝒙? − 𝐸 𝒙? )

=
1
𝑛
N
=T'

6

𝑥=Y − �̅�Y 𝑥=? − �̅�?

=
1
𝑛
𝒙Y�P𝒙?�

𝒙Y� = 𝑥'Y − �̅�Y ⋯ 𝑥6Y − �̅�Y P

ただし、

• 各特徴間の分散を表している。
Cov(xk, xl) は特徴 k と特徴
l の共分散を表す。対角線上
の Cov(xk, xk) は特徴 k の
分散を表す。

参考



線形判別分析

• 線形判別分析は左の式に帰着でき
る。

• J(w) を最大化にする w が w' で
あるとき、ある定数 k が存在し、
kw' も J(w) を最大にする。そこ
で、w に対して制約条件を設け
る。

=
𝒘P(Õ𝒙' − Õ𝒙()(Õ𝒙' − Õ𝒙()P𝒘

𝒘P(Σ𝑿w + Σ𝑿x)𝒘

=
𝒘P𝑺×𝒘
𝒘P𝑺8𝒘

𝐽 𝒘 =
𝝁' − 𝝁( (

𝑽' + 𝑽(

argmax
𝒘

𝒘P𝑺×𝒘 ただし 𝐰𝐭𝐒8𝐰 = 𝟏

J(w) の最大化は次の式に置き換えることができる



線形判別分析

• 線形判別分析は左の式に帰着でき
る。

• J(w) を最大化にする w が w' で
あるとき、ある定数 k が存在し、
kw' も J(w) を最大にする。そこ
で、w に対して制約条件を設け
る。

𝐿 𝒘, 𝜆 = 𝒘P𝑺×𝒘 − 𝜆(𝒘P𝑺8𝒘 − 1)

λ で偏微分して 0 とおくと、

ラグランジュの未定乗数法を利用して最大化問題
を解く。

𝒘P𝑺8𝒘 − 1 = 𝟎

𝒘P𝑺8𝒘 = 1



線形判別分析

• 線形判別分析は左の式に帰着でき
る。

• J(w) を最大化にする w が w' で
あるとき、ある定数 k が存在し、
kw' も J(w) を最大にする。そこ
で、w に対して制約条件を設け
る。

𝑺×𝒘 − 𝜆𝑺8𝒘 = 𝟎

だから、左辺から Sw-1 をかけると、

w で偏微分して 0 とおくと、

𝒘P𝑺8𝒘 = 1

𝑺×𝒘 = 𝜆𝑺8𝒘

𝑺8i'𝑺×𝒘 = 𝑺8i'𝜆𝑺8𝒘 = 𝜆𝒘

これにより線形判別分析は固有値問題に帰着するこ
とができた。
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パラメータ
機械学習には 2 種類のパラメーターがある。
一つは、訓練データから学習されるパラメー
タ（重み）である。もう一つは、アルゴリズ
ムに依存するパラメータ（ハイパーパラメー
タ）で、学習を行う前に人があらかじめ与え
ておく必要がある。例えば、回帰問題では、
入力に使用する変数の数がハイパーパラメー
タであり、各変数にかかる係数がパラメータ
である。

開花率 = b0 + b1気温 + b2降水量 + b3湿度 + b4日射量

ハイパーパラメータ

モデル 1

モデル 2

パラメータ

開花率 = b0 + b1降水量 + b2日射量

ハイパーパラメータ
パラメータ

気温，降水量，湿度，日射量
b0, b1, b2, b3, b4

気温，降水量，日射量
b0, b1, b2



開花率

時間

ハイパーパラメータ（離散値）

開花率 = b0 + b1気温 + b2降水量 + b3湿度 + b4日射量

ハイパーパラメータ

モデル 1

モデル 2

パラメータ

開花率 = b0 + b1降水量 + b2日射量

ハイパーパラメータ
パラメータ

気温，降水量，湿度，日射量
b0, b1, b2, b3, b4

気温，降水量，日射量
b0, b1, b2

開花率

時間

予測値
観測値

RMSE 0.45

RMSE 1.20

予測値
観測値



ハイパーパラメータ（連続値）

loss

λ10-10 105

λ を連続的に変化させて、loss 関数に最小値を与える λ を探索する。

𝑙𝑜𝑠𝑠 𝑤 = −𝒘Ð𝒙 + 𝜆
𝒘 (

2



グリッドサーチ
すべてのデータセットに共通する最適な K は
存在しない。そのため、いくつかの K を試し
て、そのデータセットに最適な K を選ぶ必要
がある。最適な K を選ぶ方法の 1 つとして、
グリッドサーチがある。

1. K の候補となる値を複数個挙げる。

2. すべての K に対して、学習と検証を行い、
その正解率を記録する。

3. 最も大きな正解率を出した K の近辺の値
を候補として、再度、学習と検証を行う。

4. 最適な K の候補域を徐々に縮小させなが
ら最適な K を探索する。

0

正解率

K

1.0
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グリッドサーチ
すべてのデータセットに共通する最適な K は
存在しない。そのため、いくつかの K を試し
て、そのデータセットに最適な K を選ぶ必要
がある。最適な K を選ぶ方法の 1 つとして、
グリッドサーチがある。

1. K の候補となる値を複数個挙げる。

2. すべての K に対して、学習と検証を行い、
その正解率を記録する。

3. 最も大きな正解率を出した K の近辺の値
を候補として、再度、学習と検証を行う。

4. 最適な K の候補域を徐々に縮小させなが
ら最適な K を探索する。

0

正解率

K

1.0

1 回目

2 回目
3 回目

最適値



ランダムサーチ
ランダムサーチは、指定された範囲からラン
ダムに K の候補を生成して検証を行う方法で
ある。ランダムサーチも、グリッドサーチと
同様に、複数回繰り返して、最適な K を決め
ることもできる。ただし、K はランダムに生
成されるため、最適解あるいはその近傍にた
どり着けない場合がある。

0

正解率

K

1.0

1 回目
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統計モデル
統計学では、過去の観測データを説明するた
めに、モデルを作成する傾向が強い。そのた
め、統計学におけるモデリングは、モデル作
成とモデル評価の両方において同じデータ
セットを使用する。

モデル作成時に使用したデータと同じデータ
セットで評価を行うと、評価結果は「モデル
作成時に使用したデータセットに対する評価
結果」になる。つまり、この評価結果は、こ
のモデルが過去のデータをどのぐらい正確に
説明できたのかを示している。

モデル作成

モデル評価



機械学習モデル
機械学習の分野では、過去の観測データから
規則性を見出し、その規則性を用いて未来予
測に重みを置いてある。未来の観測データが
ない場合は、過去のデータセットを分割し、
見かけ上未来の観測データを作ることで対応
する。

モデル作成時に使用したデータと異なる未知
のデータセットで評価を行うと、評価結果は
「未知のデータセットに対するモデルの性能
評価」になる。つまり、この評価結果は、こ
のモデルが未知のデータをどのぐらい正確に
説明できる（予測できる）のかを示している。

モデル作成 モデル評価

テストデータセットは、モデルを作
成するときに使われていないので、
そのモデルにとって見かけ上「未来
のデータセット」として扱うことが
できる。

訓練データセット テストデータセット



テストデータセットと過学習
機械学習の分野では、過去の観測データから
規則性を見出し、その規則性を用いて未来予
測に重みを置いてある。未来の観測データが
ない場合は、過去のデータセットを分割し、
見かけ上未来の観測データを作ることで対応
する。

しかし、テストデータセットを繰り返しモデ
ル検証に使用したとき、テストデータセット
に過剰適合するモデルが作られてしまう。つ
まり、テストデータセットも訓練データセッ
トとして使われてしまったことになる。

訓練データセット テストデータセット

1. λ = 10-9 として、訓練データセットで学習し、テストセットで検証して、
正解率が 0.8 となった。

2. λ = 10-8 として、訓練データセットで学習し、テストセットで検証して、
正解率が 0.9 となった。

3. λ = 10-7 として、訓練データセットで学習し、テストセットで検証して、
正解率が 0.7 となった。

4. ...

同じテストデータセットを使用して検証を繰り返すことで、「テストデータセッ
ト」に最適なモデルが構築される。



モデル評価
訓練データの複雑さに対して、パラメーター
の少ない単純なモデルを適用すると学習不足
（under fitting）になり、パラメーターの
多い複雑なモデルを適用すると過学習
（over fitting）に陥る。学習不足・過学習
のない汎用性のあるモデルを作成するには、
モデルの評価を正確に行う必要がある。

ホールドアウト法

k 分割交差検証

機械学習モデルを構築するための全データセットを訓練データ
セット、検証データセット、テストデータセットに分割して、モ
デルの構築と評価を行う。

機械学習モデルを構築するための全データセットを k 個のサブ
セットに分割して、k - 1 個のサブセットを使ってモデルを構築
し、残りの 1 サブセットを使ってモデルの検証を行う。



ホールドアウト法
ホールドアウト法は、機械学習モデルを構築
するための全データセットを訓練データセッ
ト、検証データセット、テストデータセット
に分割して、モデルの構築と評価を行う方法
である。

訓練データセット 検証データセット テストデータセット

1. ハイパーパラメータをある値に固定して、
訓練データセットを用いてモデルの学習を
行い、パラメータを推定する。

2. 検証データセットを用いて、学習済みのモ
デルを評価する。

3. ハイパーパラメータの値を変えて、手順1-
2を繰り返し、最適なパラメータとハイ
パーパラメータの組み合わせを求める。

4. 最適な組み合わせに対して、テストデータ
セットを用いてモデルの最終評価を行う。

モデルのパラメータ
を推定するために使
われる。

モデル構築時のハイ
パーパラメータを
チューニングするた
めに使われる。

最適なパラメータと
ハイパーパラメータ
で構築されたモデル
の性能を評価するた
めに使われる。



ホールドアウト法
ホールドアウト法は、機械学習モデルを構築
するための全データセットを訓練データセッ
ト、検証データセット、テストデータセット
に分割して、モデルの構築と評価を行う方法
である。

• モデルの学習と評価に使われるデータセッ
トが分かれている。モデルの性能を評価す
るときは"未知"のデータセットを使用して
いるので、高性能と評価されたモデルは、
未知のデータに対して高性能を発揮できる。

モデル作成 モデル検証

訓練データセット 検証データセット テストデータセット



ホールドアウト法
ホールドアウト法は、機械学習モデルを構築
するための全データセットを訓練データセッ
ト、検証データセット、テストデータセット
に分割して、モデルの構築と評価を行う方法
である。

訓練データセット 検証データセット テストデータセット

• モデルの学習と評価に使われるデータセッ
トが分かれている。モデルの性能を評価す
るときは"未知"のデータセットを使用して
いるので、高性能と評価されたモデルは、
未知のデータに対して高性能を発揮できる。

• データセットを分割するとき、分割方法に
よってモデルの性能評価に影響を与える場
合がある。

訓練データセット 検証データセット テストデータセット



k 分割交差検証
k 分割交差検証は、機械学習モデルを構築す
るための全データセットを k 個のサブセット
に分割して、k - 1 個のサブセットを使ってモ
デルを構築し、残りの 1 サブセットを使って
モデルの検証を行う方法である。

訓練データセット 検証データセット

テストデータセット

1. ハイパーパラメータをある値に固定して、訓練
データセットを用いてモデルの学習を行い、パ
ラメータを推定する。

2. 検証データセットを用いて、学習済みのモデル
を評価する。

3. 訓練データセットと検証データセットを順に入
れ替えて、k 回の学習と検証を行い、その平均
値を検証結果とする。

4. ハイパーパラメータの値を変えて、手順1-3を
繰り返し、最適なパラメータとハイパーパラ
メータの組み合わせを求める。

5. 最適な組み合わせに対して、全訓練データセッ
トでモデルを構築し、テストデータセットを用
いてそのモデルの最終評価を行う。



k 分割交差検証
k 分割交差検証は、機械学習モデルを構築す
るための全データセットを k 個のサブセット
に分割して、k - 1 個のサブセットを使ってモ
デルを構築し、残りの 1 サブセットを使って
モデルの検証を行う方法である。

e1

テストデータセット

1. ハイパーパラメータをある値に固定して、訓練
データセットを用いてモデルの学習を行い、パ
ラメータを推定する。

2. 検証データセットを用いて、学習済みのモデル
を評価する。

3. 訓練データセットと検証データセットを順に入
れ替えて、k 回の学習と検証を行い、その平均
値を検証結果とする。

4. ハイパーパラメータの値を変えて、手順1-3を
繰り返し、最適なパラメータとハイパーパラ
メータの組み合わせを求める。

5. 最適な組み合わせに対して、全訓練データセッ
トでモデルを構築し、テストデータセットを用
いてそのモデルの最終評価を行う。
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5. 最適な組み合わせに対して、全訓練データセッ
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k 分割交差検証は、機械学習モデルを構築す
るための全データセットを k 個のサブセット
に分割して、k - 1 個のサブセットを使ってモ
デルを構築し、残りの 1 サブセットを使って
モデルの検証を行う方法である。

テストデータセット

1. ハイパーパラメータをある値に固定して、訓練
データセットを用いてモデルの学習を行い、パ
ラメータを推定する。

2. 検証データセットを用いて、学習済みのモデル
を評価する。

3. 訓練データセットと検証データセットを順に入
れ替えて、k 回の学習と検証を行い、その平均
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繰り返し、最適なパラメータとハイパーパラ
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5. 最適な組み合わせに対して、全訓練データセッ
トでモデルを構築し、テストデータセットを用
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k 分割交差検証
k 分割交差検証は、機械学習モデルを構築す
るための全データセットを k 個のサブセット
に分割して、k - 1 個のサブセットを使ってモ
デルを構築し、残りの 1 サブセットを使って
モデルの検証を行う方法である。

テストデータセット

1. ハイパーパラメータをある値に固定して、訓練
データセットを用いてモデルの学習を行い、パ
ラメータを推定する。

2. 検証データセットを用いて、学習済みのモデル
を評価する。

3. 訓練データセットと検証データセットを順に入
れ替えて、k 回の学習と検証を行い、その平均
値を検証結果とする。

4. ハイパーパラメータの値を変えて、手順1-3を
繰り返し、最適なパラメータとハイパーパラ
メータの組み合わせを求める。

5. 最適な組み合わせに対して、全訓練データセッ
トでモデルを構築し、テストデータセットを用
いてそのモデルの最終評価を行う。
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k 分割交差検証
k 分割交差検証は、機械学習モデルを構築す
るための全データセットを k 個のサブセット
に分割して、k - 1 個のサブセットを使ってモ
デルを構築し、残りの 1 サブセットを使って
モデルの検証を行う方法である。

テストデータセット

1. ハイパーパラメータをある値に固定して、訓練
データセットを用いてモデルの学習を行い、パ
ラメータを推定する。

2. 検証データセットを用いて、学習済みのモデル
を評価する。

3. 訓練データセットと検証データセットを順に入
れ替えて、k 回の学習と検証を行い、その平均
値を検証結果とする。

4. ハイパーパラメータの値を変えて、手順1-3を
繰り返し、最適なパラメータとハイパーパラ
メータの組み合わせを求める。

5. 最適な組み合わせに対して、全訓練データセッ
トでモデルを構築し、テストデータセットを用
いてそのモデルの最終評価を行う。
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k 分割交差検証
k 分割交差検証における分割数 k は、データ
セットの大きさに応じて決める。一般に、k
が大きいほど、各回の学習に使われるデータ
が多いので、学習不足が防げられる。しかし、
各回の学習で使われる訓練データが互いに似
たものになり、過学習に陥りやすい。

テストデータセット

• 一般的に k = 10 が推奨される。

• 訓練データセットが大きい場合は、k = 5
でも同等な性能評価の効果が得られる。

• 訓練データセットが非常に小さい場合は、
k = n （Leave-One-Out; LOO）が推奨
される。

• 訓練データが特定のクラスに偏っている場
合は、層化k分割交差検証も検討すること。

訓練データセット 検証データセット



k 分割交差検証
データセットのラベルが不均衡のとき、k 分
割交差検証を行うことで、特定のサブセット
に特定のラベルが多く含まれるような状況が
起こる可能性がある。このようなサブセット
は性能評価に悪影響を与える可能性がある。

テストデータセット訓練データセット + 検証データセット



層化 k 分割交差検証
層化 k 分割交差検証では、データセットをサ
ブセットに分割するとき、各サブセット中の
各ラベルの比率が同じとなるように分割が行
われる。

訓練データセット + 検証データセット テストデータセット



入れ子式交差検証
複数のアルゴリズム間（例えば SVM とラン
ダムフォレストなど）の比較を行う場合は、
入れ子式交差検証が有効な場合もある。

1. アルゴリズムを固定し（例えば SVM）、訓練
データセットと検証データセットを用いて 2 分
割交差検証を行い、最適なハイパーパラメータ
を決める。

2. 最適なパラメータで作成したモデルを検証デー
タセットで 5 分割交差検証で選択したアルゴリ
ズム（SVM）の性能評価する。

3. アルゴリズムを変えて（例えば決定木）、手順
1-2を繰り返す。これにより、各アルゴリズム
で作られたモデルに対する 5 分割交差検証で性
能評価による評価結果が得られる。この評価結
果をもとに、最適なアルゴリズム（例えば
SVM・決定木の中からSVM）を決める。

4. 手順3で得られた最適なモデルに対して、テス
トデータで最終評価を行う。

テストデータセット

訓練データセット 検証データセット

検証データセット



入れ子式交差検証
複数のアルゴリズム間（例えば SVM とラン
ダムフォレストなど）の比較を行う場合は、
入れ子式交差検証が有効な場合もある。

1. アルゴリズムを固定し（例えば SVM）、訓練
データセットと検証データセットを用いて 2 分
割交差検証を行い、最適なハイパーパラメータ
を決める。

2. 最適なパラメータで作成したモデルを検証デー
タセットで 5 分割交差検証で選択したアルゴリ
ズム（SVM）の性能評価する。

3. アルゴリズムを変えて（例えば決定木）、手順
1-2を繰り返す。これにより、各アルゴリズム
で作られたモデルに対する 5 分割交差検証で性
能評価による評価結果が得られる。この評価結
果をもとに、最適なアルゴリズム（例えば
SVM・決定木の中からSVM）を決める。

4. 手順3で得られた最適なモデルに対して、テス
トデータで最終評価を行う。

テストデータセット

訓練データセット 検証データセット

検証データセット

② SVM評価値計算

① 最適なγ決定



入れ子式交差検証
複数のアルゴリズム間（例えば SVM とラン
ダムフォレストなど）の比較を行う場合は、
入れ子式交差検証が有効な場合もある。

1. アルゴリズムを固定し（例えば SVM）、訓練
データセットと検証データセットを用いて 2 分
割交差検証を行い、最適なハイパーパラメータ
を決める。

2. 最適なパラメータで作成したモデルを検証デー
タセットで 5 分割交差検証で選択したアルゴリ
ズム（SVM）の性能評価する。

3. アルゴリズムを変えて（例えば決定木）、手順
1-2を繰り返す。これにより、各アルゴリズム
で作られたモデルに対する 5 分割交差検証で性
能評価による評価結果が得られる。この評価結
果をもとに、最適なアルゴリズム（例えば
SVM・決定木の中からSVM）を決める。

4. 手順3で得られた最適なモデルに対して、テス
トデータで最終評価を行う。

テストデータセット

訓練データセット 検証データセット

検証データセット

① 最適な深さ決定

② SVM評価値計算

① 最適なγ決定

② 決定木評価値計算
③ SVM最終評価



モデル評価
パラメーターチューニング

評価データセット
バイアスとバリアンス

評価指標



バイアスとバリアンス

バイアス・バリアンスのトレードオフ
学習曲線
検証曲線



バイアスとバリアンス

バイアス・バリアンスのトレードオフ
学習曲線
検証曲線



Bias-Variance Tradeoff
モデルの予測誤差（真の値と予測値の差）は、ノイズ、
バリアンス、およびバイアスに分解できる。ノイズは
データそのものに含まれるばらつきであり、そのデータ
セットを使用する以上、取り除くことができない。ノイ
ズに対して、バリアンスおよびバイアスはモデルの複雑
さに由来するばらつきで、調整することができる。一般
に、バリアンスが小さく、かつバイアスが小さいモデル
の汎化性能が高いと言われている。しかし、バリアンス
とバイアスはトレードオフの関係にあり、一方を小さく
すれば、他方が大きくなる。この関係をバイアス-バリア
ンス（偏りと分散）のトレードオフという。

予測誤差 ノイズ バリアンス バイアス= + +

予
測
誤
差

モデルの複雑さ

バイアス

バリアンス

最適化されたモデル

誤差和



Bias-Variance Tradeoff
𝐸 𝑦 − B𝑦 (

= 𝐸 𝑦( + B𝑦( − 2𝑦B𝑦

= 𝐸 𝑦( + 𝐸 B𝑦( − 2𝐸 𝑦B𝑦

= 𝑉𝑎𝑟 𝑦 + 𝐸 𝑦( ( + 𝑉𝑎𝑟 B𝑦 + 𝐸 B𝑦( ( − 2𝐸 𝑦B𝑦

= 𝑉𝑎𝑟 𝑦 + 𝑉𝑎𝑟 B𝑦 + 𝐸 𝑦( ( − 2𝐸 𝑦B𝑦 + 𝐸 B𝑦( (

= 𝑉𝑎𝑟 𝑦 + 𝑉𝑎𝑟 B𝑦 + 𝐸 𝑦( ( − 2𝐸 𝑦 𝐸 B𝑦 + 𝐸 B𝑦( (

= 𝑉𝑎𝑟 𝑦 + 𝑉𝑎𝑟 B𝑦 + 𝐸 𝑦 − 𝐸[B𝑦] (

= 𝑛𝑜𝑖𝑠𝑒 + 𝑣𝑎𝑟𝑖𝑎𝑛𝑐𝑒 + 𝑏𝑖𝑎𝑠(

バリアンスを小さくすれば 𝐸 𝑦 − B𝑦 ( が小さく
なる。極端な例を挙げれば、モデルのパラメータ
をなくし単純化させて、 y = 1.0 とすれば、バリ
アンス 𝑉𝑎𝑟 B𝑦 が 0 になる。しかし、このときバ
イアス 𝐸 𝑦 − 𝐸[B𝑦] ( が大きくなる。

x

y

観測値
予測値



Bias-Variance Tradeoff
バリアンスを小さくすれば 𝐸 𝑦 − B𝑦 ( が小さく
なる。極端な例を挙げれば、モデルのパラメータ
をなくし単純化させて、 y = 1.0 とすれば、バリ
アンス 𝑉𝑎𝑟 B𝑦 が 0 になる。しかし、このときバ
イアス 𝐸 𝑦 − 𝐸[B𝑦] ( が大きくなる。
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Bias-Variance Tradeoff
バイアスを小さくすれば 𝐸 𝑦 − B𝑦 ( が小さくな
る。極端な例を挙げれば、モデルのパラメータを
増やし複雑かさせれば過学習になり、バイアスが
0 になる。しかし、このとき、バリアンス 𝑉𝑎𝑟 B𝑦
が大きくなる。
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y 複雑なモデル

観測値
予測値
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バイアスとバリアンス

バイアス・バリアンスのトレードオフ
学習曲線
検証曲線



学習曲線
訓練データの複雑さに対して、パラメーター
の少ない単純なモデルを適用すると学習不足
になり、パラメーターの多い複雑なモデルを
適用すると過学習に陥る。学習不足・過学習
のない汎用性のあるモデルを作成するには、
モデルの評価を正確に行う必要がある。

構築したモデルが、学習不足あるいは過学習
の問題を持つかどうかを調べるために、学習
曲線と検証曲線が使われる。

学習曲線は、横軸にサンプルサイズ、縦軸に
正解率をプロットしたグラフである。全デー
タセットに対してダウンサンプリングを行い、
各サンプルサイズにおける予測時の正解率を
図示したグラフである。

0

正解率

サンプルサイズ

1.0
training accuracy

validation accuracy



学習曲線
訓練データの複雑さに対して、パラメーター
の少ない単純なモデルを適用すると学習不足
になり、パラメーターの多い複雑なモデルを
適用すると過学習に陥る。学習不足・過学習
のない汎用性のあるモデルを作成するには、
モデルの評価を正確に行う必要がある。

構築したモデルが、学習不足あるいは過学習
の問題を持つかどうかを調べるために、学習
曲線と検証曲線が使われる。

学習曲線は、横軸にサンプルサイズ、縦軸に
正解率をプロットしたグラフである。全デー
タセットに対してダウンサンプリングを行い、
各サンプルサイズにおける予測時の正解率を
図示したグラフである。

0

正解率

サンプルサイズ

モデルのパラメータが多く、
データが少ないので、訓練デー
タに対してほぼ 100% 適合する
ようになる。

訓練データに過適合したため、
検証データに対応できなくなる。

1.0



学習曲線
訓練データの複雑さに対して、パラメーター
の少ない単純なモデルを適用すると学習不足
になり、パラメーターの多い複雑なモデルを
適用すると過学習に陥る。学習不足・過学習
のない汎用性のあるモデルを作成するには、
モデルの評価を正確に行う必要がある。

構築したモデルが、学習不足あるいは過学習
の問題を持つかどうかを調べるために、学習
曲線と検証曲線が使われる。

学習曲線は、横軸にサンプルサイズ、縦軸に
正解率をプロットしたグラフである。全デー
タセットに対してダウンサンプリングを行い、
各サンプルサイズにおける予測時の正解率を
図示したグラフである。

0

正解率

サンプルサイズ

モデルのパラメータ数に対して、訓練
データが十分に多いので、全ての訓練
データに適合するようなモデルが作られ
る。そのため、訓練データ全体で評価す
ると、どうしても正解率が少々低くなる。

様々なバリエーションの訓練データで学
習したモデルであるから、未知のデータ
に対しても、訓練データとほぼ同じ性能
を出すことができる。

1.0



学習曲線

0

正解率

サンプルサイズ

1.0

0 サンプルサイズ

1.0

0 サンプルサイズ

1.0

バリアンスの高いモデル バイアスの高いモデル

訓練データに対して過適合を起こし、
未知のデータに対応できないような
過学習を起こしているモデル。

訓練データと未知のデータの両方
に対応できないような学習不足を
起こしているモデル。

最適なモデル

訓練データと未知のデータの両方に
対してほぼ同等な性能を発揮できる
バランスのとれたモデル。

training accuracy

validation accuracy



学習曲線
バリアンスの大きいモデルは、訓練データに
過剰適合したためと考えられる。そのため、
バリアンスを小さくするためには、次のよう
な対処方法がある。

0

正解率

サンプルサイズ

1.0
• モデルの複雑さを減らす。

• 次元圧縮・特徴抽出などにより特徴量
の次元数を減らす。

• 正則化の強さを強くし、パラメータ数
を減らす。

• 訓練データがすべての場合をカバーできて
いない場合は、訓練データを増やす。

training accuracy

validation accuracy



学習曲線
バイアスの大きいモデルは、訓練データに対
しても性能が低いことから、学習不足と考え
られる。そのため、バイアスを小さくするた
めには、次のような対処方法がある。

0

正解率

サンプルサイズ

1.0
• モデルの複雑さを増やす。

• 新たな特徴量を作成または収集し、特
徴量の数を増やす。

• 正則化の強さを弱くし、パラメータ数
の削減を抑える。

training accuracy

validation accuracy



バイアスとバリアンス

バイアス・バリアンスのトレードオフ
学習曲線
検証曲線



検証曲線
訓練データの複雑さに対して、パラメーター
の少ない単純なモデルを適用すると学習不足
になり、パラメーターの多い複雑なモデルを
適用すると過学習に陥る。学習不足・過学習
のない汎用性のあるモデルを作成するには、
モデルの評価を正確に行う必要がある。

構築したモデルが、学習不足あるいは過学習
の問題を持つかどうかを調べるために、学習
曲線と検証曲線が使われる。

検証曲線は、横軸にハイパーパラメータの値
を表し、縦軸は、そのときの予測正解率を表
した曲線である。

0

正解率

C

1.0
training accuracy

validation accuracy



検証曲線
訓練データの複雑さに対して、パラメーター
の少ない単純なモデルを適用すると学習不足
になり、パラメーターの多い複雑なモデルを
適用すると過学習に陥る。学習不足・過学習
のない汎用性のあるモデルを作成するには、
モデルの評価を正確に行う必要がある。

構築したモデルが、学習不足あるいは過学習
の問題を持つかどうかを調べるために、学習
曲線と検証曲線が使われる。

検証曲線は、横軸にハイパーパラメータの値
を表し、縦軸は、そのときの予測正解率を表
した曲線である。

0

正解率

C

1.0

C の値が小さいと、訓練データと検
証データの両方に対する予測性能が
低いため、学習不足を起こしている
と考えられる。



検証曲線
訓練データの複雑さに対して、パラメーター
の少ない単純なモデルを適用すると学習不足
になり、パラメーターの多い複雑なモデルを
適用すると過学習に陥る。学習不足・過学習
のない汎用性のあるモデルを作成するには、
モデルの評価を正確に行う必要がある。

構築したモデルが、学習不足あるいは過学習
の問題を持つかどうかを調べるために、学習
曲線と検証曲線が使われる。

検証曲線は、横軸にハイパーパラメータの値
を表し、縦軸は、そのときの予測正解率を表
した曲線である。

0

正解率

C

1.0

C の値が大きくなりすぎると、訓練
データに強く適合し、検証データに
対応できない過学習を起こしたモデ
ルになる。



モデル評価
パラメーターチューニング

評価データセット
バイアスとバリアンス

評価指標



評価指標

分類問題
回帰問題



評価指標

分類問題
回帰問題



混同行列
分類問題において、真のラベルと予測ラベルは、
次の混同行列に示した、TP、FN、FP、および
TN の 4 通りの組み合わせを取ることができる。
分類の性能を評価するために、この混同行列か
ら適合率、再現率などを計算して利用する。

混同行列
予測ラベル

positive negative

ラベル
positive TP FN

negative FP TN

猫

X

猫

X

猫

X

X

猫

X

猫

猫

猫

猫

X

X

X

猫

猫

X

猫



混同行列
分類問題において、真のラベルと予測ラベルは、
次の混同行列に示した、TP、FN、FP、および
TN の 4 通りの組み合わせを取ることができる。
分類の性能を評価するために、この混同行列か
ら適合率、再現率などを計算して利用する。

混同行列
予測ラベル

positive negative

ラベル
positive TP = 4 FN

negative FP TN

猫

X

猫

X

猫

X

X

猫

X

猫

猫

猫

猫

X

X

X

猫

猫

X

猫



混同行列
分類問題において、真のラベルと予測ラベルは、
次の混同行列に示した、TP、FN、FP、および
TN の 4 通りの組み合わせを取ることができる。
分類の性能を評価するために、この混同行列か
ら適合率、再現率などを計算して利用する。

混同行列
予測ラベル

positive negative

ラベル
positive TP = 4 FN = 1

negative FP TN

猫

X

猫

X

猫

X

X

猫

X

猫

猫

猫

猫

X

X

X

猫

猫

X

猫



混同行列
分類問題において、真のラベルと予測ラベルは、
次の混同行列に示した、TP、FN、FP、および
TN の 4 通りの組み合わせを取ることができる。
分類の性能を評価するために、この混同行列か
ら適合率、再現率などを計算して利用する。

混同行列
予測ラベル

positive negative

ラベル
positive TP = 4 FN = 1

negative FP = 2 TN

猫

X

猫

X

猫

X

X

猫

X

猫

猫

猫

猫

X

X

X

猫

猫

X

猫



混同行列
分類問題において、真のラベルと予測ラベルは、
次の混同行列に示した、TP、FN、FP、および
TN の 4 通りの組み合わせを取ることができる。
分類の性能を評価するために、この混同行列か
ら適合率、再現率などを計算して利用する。

混同行列
予測ラベル

positive negative

ラベル
positive TP = 4 FN = 1

negative FP = 2 TN = 3

猫

X

猫

X

猫

X

X

猫

X

猫

猫

猫

猫

X

X

X

猫

猫

X

猫



評価指標
分類問題において、真のラベルと予測ラベルは、
次の混同行列に示した、TP、FN、FP、および
TN の 4 通りの組み合わせを取ることができる。
分類の性能を評価するために、この混同行列か
ら適合率、再現率などを計算して利用する。

混同行列
予測ラベル

positive negative

ラベル
positive TP FN

negative FP TN

誤分類率

正解率

偽陽性率

適合率

再現率（真陽性率）

F1 値

𝐸𝑅𝑅 =
𝐹𝑃 + 𝐹𝑁

𝑇𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑇𝑁

𝐴𝐶𝐶 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑇𝑁

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁

𝑃𝑅𝐸 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃

𝑅𝐸𝐶 = 𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁

𝐹1 = 2
𝑃𝑅𝐸 � 𝑅𝐸𝐶
𝑃𝑅𝐸 + 𝑅𝐸𝐶



確認問題
• 癌の早期発見は生存率の向上に役立つ。癌検
査において、血液成分から癌になっているか
否かをできるだけ正確に予測したい。この予
測モデルを構築するためには、どの指標が適
しているのか。

• スパムメールは仕事に支障をきたす。メール
本文のキーワードを使って、そのメールがス
パムメールかどうかを予測するモデルを構築
するためには、どの指標が適しているのか。

混同行列
予測ラベル

positive negative

ラベル
positive TP FN

negative FP TN

誤分類率

正解率

偽陽性率

適合率

再現率（真陽性率）

F1 値

𝐸𝑅𝑅 =
𝐹𝑃 + 𝐹𝑁

𝑇𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑇𝑁

𝐴𝐶𝐶 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑇𝑁

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁

𝑃𝑅𝐸 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃

𝑅𝐸𝐶 = 𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁

𝐹1 = 2
𝑃𝑅𝐸 � 𝑅𝐸𝐶
𝑃𝑅𝐸 + 𝑅𝐸𝐶



確認問題 ‒ 解答
• 癌の早期発見は生存率の向上に役立つ。癌検
査において、血液成分から癌になっているか
否かをできるだけ正確に予測したい。この予
測モデルを構築するためには、どの指標が適
しているのか。

• 年齢が20代前後のデータの場合、癌患者
が健常者に比べて著しく少ない。そのた
め、FP および TN が分母となっている
指標はモデルを正確に評価できない可能
性がある。よって、この場合は、再現率
が適している。

• がん患者を見落としたくないので、誤検
出（偽陽性）が多くてもいい。よって、
この場合も再現率を利用する。

混同行列
予測ラベル

positive negative

ラベル
positive TP FN

negative FP TN

再現率（真陽性率） 適合率

𝑃𝑅𝐸 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
𝑅𝐸𝐶 = 𝑇𝑃𝑅 =

𝑇𝑃
𝑇𝑃 + 𝐹𝑁

正解率

𝐴𝐶𝐶 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑁 + 𝐹𝑃 + 𝑇𝑁



評価指標（ROC 曲線）
ROC 曲線は、positive と判断するスコアの閾
値を動かして、TPR と FPR を計算し、縦軸に
TPR、横軸に FPR を取ったときに描かれる線
グラフである。ROC 曲線の下の部分の面積を
AUC として計算することができ、AUC が 1 に
近づくほどモデルの性能が良いとされる。

1.0
ROC

1.0

AUCTP
R

FPR0



評価指標（ROC 曲線）

1.0

TP
R

FPR 1.0

スコア ラベル 判定 評価
0.984 猫
0.933 猫
0.870 X
0.867 猫
0.702 猫
0.540 X
0.438 X
0.419 猫
0.331 X
0.252 X

0
予測モデルが出力するスコアに基づいて、スコアの高い順
にデータを並べ替える。次に、スコアに対して閾値を設け
て、閾値を超えた場合に positive、閾値以下の場合に
negative と判定する。判定結果と教師ラベルを比較し
TPR および FPR を計算する。



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 X FN
0.933 猫 X FN
0.870 X X TN
0.867 猫 X FN
0.702 猫 X FN
0.540 X X TN
0.438 X X TN
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
= 0𝑇𝑃𝑅 =

𝑇𝑃
𝑇𝑃 + 𝐹𝑁

= 0 0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 X FN
0.870 X X TN
0.867 猫 X FN
0.702 猫 X FN
0.540 X X TN
0.438 X X TN
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
= 0𝑇𝑃𝑅 =

𝑇𝑃
𝑇𝑃 + 𝐹𝑁

=
1
5

0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X X TN
0.867 猫 X FN
0.702 猫 X FN
0.540 X X TN
0.438 X X TN
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
= 0𝑇𝑃𝑅 =

𝑇𝑃
𝑇𝑃 + 𝐹𝑁

=
2
5

0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 X FN
0.702 猫 X FN
0.540 X X TN
0.438 X X TN
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
=
1
5

𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
=
2
5

0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 X FN
0.540 X X TN
0.438 X X TN
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
=
1
5

𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
=
3
5

0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X X TN
0.438 X X TN
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
=
1
5

𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
=
4
5

0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X 猫 FP
0.438 X X TN
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
=
2
5

𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
=
4
5

0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X 猫 FP
0.438 X 猫 FP
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
=
3
5

𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
=
4
5

0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X 猫 FP
0.438 X 猫 FP
0.419 猫 猫 TP
0.331 X X TN
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
=
3
5

𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
= 1 0

TP
R

FPR



評価指標（ROC 曲線）

0

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X 猫 FP
0.438 X 猫 FP
0.419 猫 猫 TP
0.331 X 猫 FP
0.252 X X TN

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
=
4
5

𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
= 1

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X 猫 FP
0.438 X 猫 FP
0.419 猫 猫 TP
0.331 X 猫 FP
0.252 X 猫 FP

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
= 1𝑇𝑃𝑅 =

𝑇𝑃
𝑇𝑃 + 𝐹𝑁

= 1 0

TP
R

FPR



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X 猫 FP
0.438 X 猫 FP
0.419 猫 猫 TP
0.331 X 猫 FP
0.252 X 猫 FP

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
= 1𝑇𝑃𝑅 =

𝑇𝑃
𝑇𝑃 + 𝐹𝑁

= 1 0

TP
R

FPR

ROC



評価指標（ROC 曲線）

1.0

1.0

スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X 猫 FP
0.438 X 猫 FP
0.419 猫 猫 TP
0.331 X 猫 FP
0.252 X 猫 FP

閾値

𝐹𝑃𝑅 =
𝐹𝑃

𝐹𝑃 + 𝑇𝑁
= 1𝑇𝑃𝑅 =

𝑇𝑃
𝑇𝑃 + 𝐹𝑁

= 1 0

TP
R

FPR

AUC

ROC



評価指標（ROC 曲線）

1.0

1.00

TP
R

FPR

AUC

ROC
スコア ラベル 予測 評価
0.984 猫 猫 TP
0.933 猫 猫 TP
0.870 X 猫 FP
0.867 猫 猫 TP
0.702 猫 猫 TP
0.540 X X TN
0.438 X X TN
0.419 猫 X FN
0.331 X X TN
0.252 X X TN

閾値

点 (0.0, 1.0) から ROC に結ぶ線分のうち、線
分の長さが最短となるときの閾値が、最適な閾値
として利用されることがある。



評価指標（PR 曲線）
PR 曲線は、ROC 曲線と同様に、positive と
判断するスコアの閾値を動かして、precision
と Recall を計算し、縦軸に precision、横軸
に recall を取ったときに描かれる線グラフであ
る。PR 曲線の下の部分の面積を AUC として計
算することができ、AUC が 1 に近づくほどモ
デルの性能が良いとされる。PR 曲線は、
positive データと negative データのサンプル
数に偏りがある場合に有効である。

pr
ec
is
io
n

recall

1.0

1.00



評価指標
多クラス分類問題の場合の評価指標は、2 値
分類問題の評価指標を One-versus-All に拡
張した評価指標が使われる。この拡張方法に
は、マクロ平均法とマイクロ平均法がある。
例えば、PRE のマクロ平均とマイクロ平均を
求める場合は、右のようにする。

• マクロ平均
• 各クラスの評価指標を平等に評価して
いる。

• ラベルが一部のクラスに偏っている場
合でも正確に評価できる。

• マイクロ平均
• 個々の予測結果を平等に評価している。
• ラベルが一部のクラスに偏っている場
合は、評価指標に正確にならない場合
がある。

𝑃𝑅𝐸¸¹uß> =
𝑃𝑅𝐸' + 𝑃𝑅𝐸( +⋯+ 𝑃𝑅𝐸Y

𝑘

𝑃𝑅𝐸¸Ouß> =
𝑇𝑃' + 𝑇𝑃( +⋯+ 𝑇𝑃Y

𝑇𝑃' +⋯+ 𝑇𝑃Y + 𝐹𝑃' +⋯+ 𝐹𝑃Y

マクロ平均法

マイクロ平均法

適合率

𝑃𝑅𝐸 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃



評価指標

分類問題
回帰問題



回帰分析
回帰分析は、特徴量とその特徴量に応答する連
続値の関係を学習するのが目的である。回帰モ
デルの予測値は連続値であるため、その性能を
評価するためにはアタリ・ハズレという概念が
不適である。そのため、回帰モデルの性能を評
価するためには、予測値が真の値に比べて、ど
れぐらい離れているのかを指標としている。

0 施肥量 [g/m2] 20
乾
燥
重
量
[g
]

50

残差

𝒚𝒊
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評価指標
回帰分析は、特徴量とその特徴量に応答する連
続値の関係を学習するのが目的である。回帰モ
デルの予測値は連続値であるため、その性能を
評価するためにはアタリ・ハズレという概念が
不適である。そのため、回帰モデルの性能を評
価するためには、予測値が真の値に比べて、ど
れぐらい離れているのかを指標としている。

R2

MSE

RMSE

MAE
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回帰分析
線形回帰

スパース回帰
ロバスト推定



回帰分析
線形回帰

スパース回帰
ロバスト推定



回帰分析
回帰分析は、連続値をとる目的変数を予測する
ために使われる教師あり学習の一つである。具
体的に、特徴量とその特徴量に応答する連続値
の関係を学習するのが目的である。回帰分析で
は、特徴量のことを説明変数、予測したい値を
目的変数という。

0 施肥量 [g/m2] 20
乾
燥
重
量
[g
]

50

𝑦 = 𝑤% + 𝑤'𝑥

施肥量乾燥重量

説明変数

目
的
変
数

説明変数目的変数
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回帰分析
「特徴量とその特徴量に応答する連続値の関
係」を表す最適な直線とは、観測値とその直線
で予測した値の差が最も小さいということであ
る。全サンプルの観測値と予測値の残差に着目
することで、損失関数を次のように置くことが
できる。

0 施肥量 [g/m2] 20
乾
燥
重
量
[g
]

50

説明変数

目
的
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勾配降下法
𝑙𝑜𝑠𝑠(𝒘) =

1
2
N
O

6

𝑦(O) − 𝒘P𝑥
(

loss(w)

w 404



勾配降下法

𝑤(%)

loss(w)

w
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勾配降下法
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勾配降下法

𝑤(%) 𝑤(')

loss(w)

w
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1
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勾配降下法

𝑤(%) 𝑤(')
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𝑤=678 = 𝑤=>?@ − 𝜂 S
𝜕𝑙
𝜕𝑤 8T8U

VWX
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w

𝑙𝑜𝑠𝑠(𝒘) =
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2
N
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𝑦(O) − 𝒘P𝑥
(
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勾配降下法

𝑤(%) 𝑤(')

loss(w)

w𝑤(Y)

w の更新回数 k および学習率 η は、あらか
じめ指定する必要がある。更新回数が少ない
あるいは学習率が小さいと、最小値に辿り着
かない可能性がある。

𝑙𝑜𝑠𝑠(𝒘) =
1
2
N
O

6

𝑦(O) − 𝒘P𝑥
(
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変数選択
回帰モデルを構築するとき、ほと
んどの場合、説明変数が複数個存
在する。目的変数を予測するのに
ほとんど寄与しない説明変数や非
常に相関の強い説明変数のペアを
回帰モデルに組み込むことで、モ
デルの複雑さが増えて、バイアス
が高くなる。そのため、バイアス
の低い頑健なモデルを作成するに
は、不要な説明変数を減らし、重
要な説明変数だけを選択してモデ
ルに組み込む必要がある。

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥( + 𝑤º𝑥º + 𝑤»𝑥»

気温乾燥重量 降水量 湿度 日射量

複雑なモデル

単純なモデル

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

気温乾燥重量 降水量
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変数選択

線型予測子

乾
燥
重
量

線型予測子

乾
燥
重
量

y = w0 + w1x1 + w2x2 + w3x3 + w4x4 y = w0 + w1x1 + w2x2

変数選択
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変数選択
重要な目的変数を選択するには、各変数の分布や変数
間の相関等を調べる必要がある。そのため、モデルを
構築する前に、例えば右図のようなペアプロットを描
いて、変数の分布や特徴などを確認することが推奨さ
れる。

各変数の分布について、統計学における回帰分析では、
変数が正規分布に従うことが必要とされる。これに対
して、機械学習の分野では、説明変数および目的変数
が正規分布に従う必要はないとされる。これは、機械
学習において、第１種のエラーおよび第２種のエラー
を評価する必要がないため、エラーを調べるための分
布を仮定しなくてもよいからである。

乾
燥
重
量

乾燥重量 気温 降水量

気
温

降
水
量

r = -0.42r = 0.83

r = -0.71
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変数選択
機械学習モデルが過度に複雑すぎる（パラメーター数
が多すぎる）と、モデルが訓練データに過度にフィッ
ティングしてしまい、汎用性を失うことがある。この
ことを過学習という。過学習を抑えるためには、デー
タを増やしたり、パラメーターの数を減らしたりする
必要がある。とくに、データが増やせない場合に、重
要な特徴量だけを選択してモデルを構築することが、
予測性能を高くする上で非常に役立つ。

フィルタ法

ラッパー法

組み込み法

特徴量と正解ラベルの相関や交互情報
量等を計算して、閾値よりも小さけれ
ば削除する方法。

特徴量の一部だけを使用してモデルを
構築し評価する。これを繰り返すこと
で最適な特徴量を選択する方法。

学習アルゴリムズに組み込まれている
特徴量選択法。決定木や L1 正則化な
どが組み込み法である。 413



変数選択
機械学習モデルが過度に複雑すぎる（パラメーター数
が多すぎる）と、モデルが訓練データに過度にフィッ
ティングしてしまい、汎用性を失うことがある。この
ことを過学習という。過学習を抑えるためには、デー
タを増やしたり、パラメーターの数を減らしたりする
必要がある。とくに、データが増やせない場合に、重
要な特徴量だけを選択してモデルを構築することが、
予測性能を高くする上で非常に役立つ。

フィルタ法

ラッパー法

組み込み法

特徴量と正解ラベルの相関や交互情報
量等を計算して、閾値よりも小さけれ
ば削除する方法。

特徴量の一部だけを使用してモデルを
構築し評価する。これを繰り返すこと
で最適な特徴量を選択する方法。

学習アルゴリムズに組み込まれている
特徴量選択法。決定木や L1 正則化な
どが組み込み法である。

相関係数

交互情報量

カイ２乗検定

フィッシャースコア

回帰分析

分散

分散分析
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変数選択
機械学習モデルが過度に複雑すぎる（パラメーター数
が多すぎる）と、モデルが訓練データに過度にフィッ
ティングしてしまい、汎用性を失うことがある。この
ことを過学習という。過学習を抑えるためには、デー
タを増やしたり、パラメーターの数を減らしたりする
必要がある。とくに、データが増やせない場合に、重
要な特徴量だけを選択してモデルを構築することが、
予測性能を高くする上で非常に役立つ。

フィルタ法

ラッパー法

組み込み法

特徴量と正解ラベルの相関や交互情報
量等を計算して、閾値よりも小さけれ
ば削除する方法。

特徴量の一部だけを使用してモデルを
構築し評価する。これを繰り返すこと
で最適な特徴量を選択する方法。

学習アルゴリムズに組み込まれている
特徴量選択法。決定木や L1 正則化な
どが組み込み法である。

逐次前進法
特徴量 1 つだけモデルの作成と評価を行い、最適
な特徴量を決める。次に、選択された特徴量に加え
て、もう 1 つの特徴量を足してモデルの作成と評
価を行う。この操作を、予測性能が改善されなくな
るまで繰り返す。

逐次後退法
特徴量をすべて含むモデルから特徴量を 1 つだけ
除去したモデルに対して評価を行い、最も不要な特
徴量を取り除く。次に、そのモデルからさらにもう
1 つの特徴量を除去したモデルに対して評価を行
い、最も不要な特徴量を取り除く。この操作を、予
測性能が改善されなくなるまで繰り返す。
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逐次前進法
特徴量 1 つだけモデルの作成と評
価を行い、最適な特徴量を決める。
次に、選択された特徴量に加えて、
もう 1 つの特徴量を足してモデル
の作成と評価を行う。この操作を、
予測性能が改善されなくなるまで
繰り返す。

𝑦 = 𝑤% + 𝑤'𝑥'

x1 気温
x2 降水量
x3 湿度
x4 日射量

𝑦 = 𝑤% + 𝑤º𝑥º

𝑦 = 𝑤% + 𝑤»𝑥»

𝑦 = 𝑤% + 𝑤(𝑥(

y 乾燥重量

𝑅𝑀𝑆𝐸 = 0.41

𝑅𝑀𝑆𝐸 = 0.68

𝑅𝑀𝑆𝐸 = 0.83

𝑅𝑀𝑆𝐸 = 0.54
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逐次前進法
特徴量 1 つだけモデルの作成と評
価を行い、最適な特徴量を決める。
次に、選択された特徴量に加えて、
もう 1 つの特徴量を足してモデル
の作成と評価を行う。この操作を、
予測性能が改善されなくなるまで
繰り返す。

𝑦 = 𝑤% + 𝑤'𝑥'

x1 気温
x2 降水量
x3 湿度
x4 日射量

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤º𝑥º

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤»𝑥»

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

y 乾燥重量

𝑅𝑀𝑆𝐸 = 0.32

𝑅𝑀𝑆𝐸 = 0.38

𝑅𝑀𝑆𝐸 = 0.41

𝑅𝑀𝑆𝐸 = 0.41
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逐次前進法
特徴量 1 つだけモデルの作成と評
価を行い、最適な特徴量を決める。
次に、選択された特徴量に加えて、
もう 1 つの特徴量を足してモデル
の作成と評価を行う。この操作を、
予測性能が改善されなくなるまで
繰り返す。

𝑦 = 𝑤% + 𝑤'𝑥'

x1 気温
x2 降水量
x3 湿度
x4 日射量

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(

y 乾燥重量

𝑅𝑀𝑆𝐸 = 0.34

𝑅𝑀𝑆𝐸 = 0.36

𝑅𝑀𝑆𝐸 = 0.41

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥( + 𝑤º𝑥º

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥( + 𝑤»𝑥»

𝑅𝑀𝑆𝐸 = 0.32
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変数選択
機械学習モデルが過度に複雑すぎる（パラメーター数
が多すぎる）と、モデルが訓練データに過度にフィッ
ティングしてしまい、汎用性を失うことがある。この
ことを過学習という。過学習を抑えるためには、デー
タを増やしたり、パラメーターの数を減らしたりする
必要がある。とくに、データが増やせない場合に、重
要な特徴量だけを選択してモデルを構築することが、
予測性能を高くする上で非常に役立つ。

フィルタ法

ラッパー法

組み込み法

特徴量と正解ラベルの相関や交互情報
量等を計算して、閾値よりも小さけれ
ば削除する方法。

特徴量の一部だけを使用してモデルを
構築し評価する。これを繰り返すこと
で最適な特徴量を選択する方法。

学習アルゴリムズに組み込まれている
特徴量選択法。決定木や L1 正則化な
どが組み込み法である。

決定木

正則化
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回帰分析
線形回帰

スパース回帰
ロバスト推定



正則化

線型予測子

乾
燥
重
量

線型予測子

乾
燥
重
量

y = w0 + w1x1 + w2x2 + w3x3 + w4x4 y = w0 + w1x1 + w2x2

正則化
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正則化
回帰分析の損失関数は、全データに対する予測値と実
測値の残差の二乗和である。回帰分析では、この残差
二乗和が最小となるようなパラメータ w を勾配降下法
により推定している。この推定において、wi がゼロに
なる確率がほとんとない（i 番目の特徴量がすべてゼロ
あるいは共相関の特徴量でない限り、ゼロにならな
い）。そのため、このままで推定を行うと、モデル中
のパラメータ数は、特徴量と同じ数になる。

モデルの複雑度を減らすためには、パラメータ数を減
らせば良い。そこで、例えば、右の式のように、損失
関数中の残差二乗和の後にパラメータ数に対するペナ
ルティ項を加える。このとき、勾配降下法では、残差
二乗和と罰則項の両方を考慮した上で、式全体の最小
化を行う。

𝑙𝑜𝑠𝑠 𝒘 =
1
2
N
OT'

6

𝑦O − 𝒘P𝑥O (

𝑙𝑜𝑠𝑠 𝒘 =
1
2
N
OT'

6

𝑦O − 𝒘P𝑥O ( + 𝜆N
=T'

¸

𝑤=

すべての特徴量の係数
w がゼロでないときに、
最小値をとる。

すべての w がゼロ
のときに、最小値
をとる。
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正則化

𝑙𝑜𝑠𝑠 𝒘 =
1
2
𝒚 − 𝒘P𝒙 (

( + 𝜆 𝒘 '
' 𝑙𝑜𝑠𝑠 𝒘 =

1
2
𝒚 − 𝒘P𝒙 (

( + 𝜆 𝒘 (
(

LASSO Ridge

• 罰則項が各パラメータの絶対値の和である

• パラメータがゼロになりやすい

• 相関の強い変数が複数存在すると、ランダムに 1
つだけ選ばれる、他の変数のパラメータがゼロにな
る

• 罰則項がパラメータの 2 乗和である

• パラメータがほとんどの場合ゼロにならない

• 罰則項は特徴量にノイズを加えることに等しいの
で、相関の強い変数が複数存在しても、ノイズが
加わることで相関が弱くなり、解が求まるように
なる

Sparse !
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正則化

𝑙𝑜𝑠𝑠 𝒘 =
1
2
𝒚 − 𝒘P𝒙 (

( + 𝜆 𝛼 𝒘 '
' + (1 − 𝛼) 𝒘 (

(

ElasticNet

• 罰則項が各パラメータの絶対値の和と 2 乗和を 1:(1-α) の重みをかけたあとの和である

• α の値が大きいと、LASSO の性質が強くなるため、パラメータがゼロになりやすくなる

• 相関の強い変数が複数個存在すると、該当する複数のパラメータが同じ値になりやすくなる
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最小二乗解

𝑙𝑜𝑠𝑠 𝒘 =
1
2
𝒚 − 𝒘P𝒙 (

(

LASSO はスパース推定の手法として知られている。
LASSO を用いて回帰モデルを作成すると、重要な変
数だけが自動的に選択されてモデルに組み込まれる。
重要でない変数のパラメータがゼロとなり、予測に貢
献しなくなる。

LASSO 仕組みを説明するために、説明変数が 2 つ
の普通の回帰モデルを考える。このとき、回帰モデル
のパラメータを推定するときの損失関数は次のように
なる。

パラメータ推定の結果、最適解が ã𝑤' と ã𝑤( と推定さ
れたと仮定する。この最適解の組み合わせをパラメー
タ空間上にプロットすると右図のようになる。

𝑤(

𝑤'

ã𝑤', ã𝑤(

𝑦 = 𝑤% + 𝑤'𝑥' + 𝑤(𝑥(
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LASSO

𝑙𝑜𝑠𝑠 𝒘 =
1
2
𝒚 − 𝒘P𝒙 (

( + 𝜆 𝒘 '
'

𝜆

𝒘 '
' = 𝑤' + 𝑤( ≤ 𝜆

LASSO 回帰では、普通の回帰式にパラメータの絶対
値の和を罰則項として加えている。

上式は次式と同じことを表している。

制約条件（罰則項）を展開すると次のようになる。

𝑙𝑜𝑠𝑠 𝒘 =
1
2
𝒚 − 𝒘P𝒙 (

(

subject to 𝒘 '
' ≤ 𝜆

つまり、解となる ã𝑤', ã𝑤( の組み合わせは、赤枠また
は赤枠の内部に存在しなければならない。

𝑤(

𝑤'

ã𝑤', ã𝑤(

Least absolute shrinkage and selection operator
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LASSO

𝜆

パラメータの組み合わせが赤枠を含む内部のなかに存
在するようにするためには、残差二乗和を少し大きく
許容する必要がある。そこで、残差二乗和を少しだけ
大きく許容する。このとき、パラメータ ã𝑤', ã𝑤( の組
み合わせ複数存在し、例えば右図のように、最適解の
周りに楕円状で分布している。

𝑤(

𝑤'

ã𝑤', ã𝑤(
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LASSO

𝜆

パラメータの組み合わせが赤枠を含む内部のなかに存
在するようにするためには、残差二乗和を少し大きく
許容する必要がある。そこで、残差二乗和を少しだけ
大きく許容する。このとき、パラメータ ã𝑤', ã𝑤( の組
み合わせ複数存在し、例えば右図のように、最適解の
周りに楕円状で分布している。

残差二乗和をもう少し大きくしてみる。

𝑤(

𝑤'

ã𝑤', ã𝑤(
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LASSO

𝜆

パラメータの組み合わせが赤枠を含む内部のなかに存
在するようにするためには、残差二乗和を少し大きく
許容する必要がある。そこで、残差二乗和を少しだけ
大きく許容する。このとき、パラメータ ã𝑤', ã𝑤( の組
み合わせ複数存在し、例えば右図のように、最適解の
周りに楕円状で分布している。

残差二乗和をもう少し大きくしてみる。さらに大きく
してみる。

𝑤(

𝑤'

ã𝑤', ã𝑤(
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LASSO

𝜆

パラメータの組み合わせが赤枠を含む内部のなかに存
在するようにするためには、残差二乗和を少し大きく
許容する必要がある。そこで、残差二乗和を少しだけ
大きく許容する。このとき、パラメータ ã𝑤', ã𝑤( の組
み合わせ複数存在し、例えば右図のように、最適解の
周りに楕円状で分布している。

残差二乗和をもう少し大きくしてみる。さらに大きく
してみる。すると、 ã𝑤', ã𝑤( のとりうる値域と赤枠が
点 ã𝑤' = 0, ã𝑤( = 1 で接するようになる。この時点で
パラメータ推定を終了させれば、 ã𝑤' = 0 および ã𝑤( ≠
0 となる解が得られる。LASSO では、このように残
差二乗和を少しずつ増やしていき、最終的に制約条件
を満たすパラメータの組み合わせを見つけている。

𝑤(

𝑤'

ã𝑤', ã𝑤(
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LASSO

𝜆

パラメータの組み合わせが赤枠を含む内部のなかに存
在するようにするためには、残差二乗和を少し大きく
許容する必要がある。そこで、残差二乗和を少しだけ
大きく許容する。このとき、パラメータ ã𝑤', ã𝑤( の組
み合わせ複数存在し、例えば右図のように、最適解の
周りに楕円状で分布している。

残差二乗和をもう少し大きくしてみる。さらに大きく
してみる。すると、 ã𝑤', ã𝑤( のとりうる値域と赤枠が
点 ã𝑤' = 0, ã𝑤( = 1 で接するようになる。この時点で
パラメータ推定を終了させれば、 ã𝑤' = 0 および ã𝑤( ≠
0 となる解が得られる。LASSO では、このように残
差二乗和を少しずつ増やしていき、最終的に制約条件
を満たすパラメータの組み合わせを見つけている。

ただし、λを固定したとき、LASSO ではいつでもス
パースな解が得られるとは限らない。

𝑤(

𝑤'

ã𝑤', ã𝑤(
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LASSO

𝜆

パラメータの組み合わせが赤枠を含む内部のなかに存
在するようにするためには、残差二乗和を少し大きく
許容する必要がある。そこで、残差二乗和を少しだけ
大きく許容する。このとき、パラメータ ã𝑤', ã𝑤( の組
み合わせ複数存在し、例えば右図のように、最適解の
周りに楕円状で分布している。

残差二乗和をもう少し大きくしてみる。さらに大きく
してみる。すると、 ã𝑤', ã𝑤( のとりうる値域と赤枠が
点 ã𝑤' = 0, ã𝑤( = 1 で接するようになる。この時点で
パラメータ推定を終了させれば、 ã𝑤' = 0 および ã𝑤( ≠
0 となる解が得られる。LASSO では、このように残
差二乗和を少しずつ増やしていき、最終的に制約条件
を満たすパラメータの組み合わせを見つけている。

ただし、λを固定したとき、LASSO ではいつでもス
パースな解が得られるとは限らない。λの値を調整す
ることでスパースな解が得られる。

𝑤(

𝑤'

ã𝑤', ã𝑤(
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Ridge

𝜆

𝑤(

𝑤'

ã𝑤', ã𝑤(

𝒘 (
( = 𝑤'( + 𝑤(( ≤ 𝜆

Ridge 回帰におけるパラメータ推定は、次のように
書ける。

制約条件（罰則項）を展開すると次のようになる。

𝑙𝑜𝑠𝑠 𝒘 =
1
2
𝒚 − 𝒘P𝒙 (

(

subject to 𝒘 (
( ≤ 𝜆

右図のように、Ridge の場合は、LASSO とは異な
りスパースとなる解を得るのが非常に難しいことがわ
かる。

λの値を変化させたと
しても、単位円と楕円
が (0, 1) や (1, 0) な
どの点で接することは
ほぼない。
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Bridge 回帰

𝑙𝑜𝑠𝑠 𝒘 =
1
2
𝒚 − 𝒘P𝒙 (

( + 𝜆 𝒘 �
�

Bridge回帰分析において、罰則項として p 次のノルム
を加えてパラメータ推定を行うう場合を Bridge
回帰とよぶ。LASSO 回帰および Ridge 回帰は、
Bridge 回帰の特別な場合として捉えることがで
きる。

• p > 1 のとき、値の小さいパラメータをさらに
小さくするよりも、値の大きいパラメータを小
さくした方が罰則が小さいので、個々のパラ
メータがゼロになりにくい

• 0 < p < 1 のとき、どのパラメータを小さくし
ても、罰則の減少は同じなので、個々のパラ
メータがゼロになりやすくなる
• ただし、罰則項が非凸関数になるため計算
が困難である

• スパース推定として p = 1 が一般的に使われ
ている
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LASSO
LASSO は単純で実装しやすいアルゴ
リズムである。そのため、様々な解析
目的に応じて LASSO が改良されてい
る。

Fused LASSO

Group LASSO

Overlapping group LASSO

Cluster LASSO

OSCAR
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Fused LASSO
LASSO は単純で実装しやすいアルゴ
リズムである。そのため、様々な解析
目的に応じて LASSO が改良されてい
る。

Fused LASSO

Group LASSO

Overlapping group LASSO

Fused LASSO は、隣接した説明変数同士の係数を同じ値になるよ
うに束縛項を加えた LASSO である。説明変数に順序があり、そし
て、ある説明変数に着目したとき、その 1 つ前および 1 つ後の説明
変数も同じ値にしたい場合に fused LASSO を利用する。時系列
データや画像データなのような、変数に順序がある系列データに適用
できる。

Cluster LASSO

OSCAR
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Group LASSO
LASSO は単純で実装しやすいアルゴ
リズムである。そのため、様々な解析
目的に応じて LASSO が改良されてい
る。

Fused LASSO

Group LASSO

Overlapping group LASSO

Group LASSOLASSO

説明変数の属性に基づいていくつかのグループに分けられるとき、変
数選択においてグループ毎に選択したい場合に group LASSO を使
う。

Cluster LASSO

OSCAR
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Overlapping group LASSO
LASSO は単純で実装しやすいアルゴ
リズムである。そのため、様々な解析
目的に応じて LASSO が改良されてい
る。

Fused LASSO

Group LASSO

Overlapping group LASSO

説明変数の属性に基づいていくつかのグループに分けられ、変数選択
においてグループ毎に選択したい場合にグルーピング効果を取り入れ
た LASSO を使用する。とくに、1 つの変数が複数のグループに分
かれる時は、overlapping group LASSO が有効である。

Group LASSO

group 1 group 2 group 3group 1 group 2 group 3

Overlapping group LASSO

Cluster LASSO

OSCAR
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Cluster LASSO
LASSO は単純で実装しやすいアルゴ
リズムである。そのため、様々な解析
目的に応じて LASSO が改良されてい
る。

Fused LASSO

Group LASSO

Overlapping group LASSO

Cluster LASSO

OSCAR

cluster LASSO

fused LASSO

• 隣り合う 2 個の説明変数の
係数の差を罰則項

• 2 個の説明変数の係数の差
をすべての組み合わせに対
して求めたものを罰則項

• 係数に基づくクラスタリン
グが可能
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OSCAR
LASSO は単純で実装しやすいアルゴ
リズムである。そのため、様々な解析
目的に応じて LASSO が改良されてい
る。

Fused LASSO

Group LASSO

Overlapping group LASSO

Cluster LASSO

OSCAR

cluster LASSO

fused LASSO

• 隣り合う 2 個の説明変数の
係数の差を罰則項

• 2 個の説明変数の係数の差
をすべての組み合わせに対
して求めたものを罰則項

• 係数に基づくクラスタリン
グが可能

cluster LASSO

• 2 個の説明変数の係数の差
の絶対値をすべての組み合
わせに対して求めたものを
罰則項

• 係数に基づくクラスタリン
グが可能

• 負の相関でも同じ係数にな
る。

octagonal shrinkage and clustering algorithm for regression
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回帰分析
線形回帰

スパース回帰
ロバスト推定



RANSAC
RANSAC は、訓練データから「正常
値」をサンプリングし、その正常値で
回帰モデルを構築するアルゴリズムで
ある。RANSAC は外れ値の影響を受
けにくいが、未知のデータ予測にプラ
スに働く保証はない。

random sampling consensus

1. 訓練データからランダムに n 個のサンプルを抽出し、「正常値」
とする。正常値で学習を進める。

2. 訓練データのうち手順 1 で抽出されなかったデータすべてを学習
済みモデルに入力し、予測を行う。それらの予測値が、許容範囲内
に入っているサンプルを正常値に追加する。

3. 正常値で再学習を行う。
4. モデル評価を行う。
5. 性能が一定以上に達したとき、あるいは一定回数を繰り返したとき
終了する。そうでなければ、手順 1 に戻る。
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クラスタリング
プロトタイプベースクラスタリング

階層的クラスタリング
密度ベースクラスタリング



クラスタリング
クラスタリングは、データの類似性を利用して、データ全
体をいくつかのクラスタに分割する教師なし学習の一つで
ある。クラスタリングはプロトタイプベースな手法、階層
的な手法や密度ベースな手法などが使われているが、それ
ぞれが得意としているデータ構造が異なっている。そのた
め、データを正確にクラスタリングするためには、様々な
アルゴリズムを試した上で、そのデータ構造に適したクラ
スタリングアルゴリズムを使用する必要がある。

正確なクラスタリングの用件

均質性

分離性

同一クラスタに属するサンプル同士の
性質が互いに似ていること。

異なるクラスタに属するサンプル同士
の性質が互いに異なる。

クラスタ数は 4 で問題ないか？

分類に迷うサンプルも
存在する。
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クラスタリング
プロトタイプベースクラスタリング

階層的クラスタリング
密度ベースクラスタリング



プロトタイプベースクラスタリング
プロトタイプベースのクラスタリングは、特徴空間上
に k 個のセントロイドを指定して、サンプル点とセン
トロイドの距離に基づいてクラスタの割り当てを行う
方法である。クラスタリングにあたり、あらかじめ k
を与える必要があり、クラスタリング結果が k の値に
影響されれる。代表的な手法には、k-means などがあ
る。
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k-means

1. サンプルからランダムに k 個を選
び、これらをセントロイドとする。

2. サンプルとセントロイドの距離を計
算し、各サンプルを最も近いセント
ロイドに割り当てる。

3. 各々のセントロイドに割り当てられ
たサンプルの重心をそのセントロイ
ドにする。

4. 割り当てが変化しなくなったとき、
あるいは繰り返し回数に達したとき、
終了する。そうでなければ、手順
1-3 を繰り返す。

1 #1 2 #2 3 #3

4 #2 5 #3 6 #2

k-means は広く使われているクラスタ
リングアルゴリズムの一つである。アル
ゴリズムが簡単で、計算が高速であるた
め、ビッグデータのクラスタリングに広
く使われている。
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k-means
k-means は実装が簡単で、計算が高速である。しかし、
クラスタリング前にクラスタ数を決めなければならな
かったり、データの構造が球状構造を仮定したりする
などの制限も多い。

クラスタリングを行う前にクラスタ数 k を指定す
る必要がある。クラスタリング結果は k の値に影
響される。

k 個のセントロイドを選ぶとき、セントロイドの
選び方によってクラスタリング結果が異なる。

k = 2

k = 4

データの構造が球状構造のときに最も効果的であ
る。

各クラスタに含まれるサンプル数がほぼ同じ時に
最も効果的である。
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k-means
k-means は実装が簡単で、計算が高速である。しかし、
クラスタリング前にクラスタ数を決めなければならな
かったり、データの構造が球状構造を仮定したりする
などの制限も多い。

クラスタリングを行う前にクラスタ数 k を指定す
る必要がある。クラスタリング結果は k の値に影
響される。

データの構造が球状構造のときに最も効果的であ
る。

k 個のセントロイドを選ぶとき、セントロイドの
選び方によってクラスタリング結果が異なる。

各クラスタに含まれるサンプル数がほぼ同じ時に
最も効果的である。

k = 2

k = 2

449



k-means
k-means は実装が簡単で、計算が高速である。しかし、
クラスタリング前にクラスタ数を決めなければならな
かったり、データの構造が球状構造を仮定したりする
などの制限も多い。

クラスタリングを行う前にクラスタ数 k を指定す
る必要がある。クラスタリング結果は k の値に影
響される。

k 個のセントロイドを選ぶとき、セントロイドの
選び方によってクラスタリング結果が異なる。

k = 2

k = 2

データの構造が球状構造のときに最も効果的であ
る。

各クラスタに含まれるサンプル数がほぼ同じ時に
最も効果的である。

450



k-means
k-means は実装が簡単で、計算が高速である。しかし、
クラスタリング前にクラスタ数を決めなければならな
かったり、データの構造が球状構造を仮定したりする
などの制限も多い。

クラスタリングを行う前にクラスタ数 k を指定す
る必要がある。クラスタリング結果は k の値に影
響される。

k 個のセントロイドを選ぶとき、セントロイドの
選び方によってクラスタリング結果が異なる。

k = 3

k = 2

データの構造が球状構造のときに最も効果的であ
る。

各クラスタに含まれるサンプル数がほぼ同じ時に
最も効果的である。
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k-means++
k-means は実装が簡単で、計算が高速だが、セントロ
イドの初期値に依存するという問題点がある。セント
ロイドの選び方によってクラスタリング性能が大きく
異なってくる。このセントロイドの初期値の選び方を
改善したのが、k-means++ である。kmeans++ で
は複数のセントロイドを、互いにできるだけ離れるよ
うにして選ぶアプローチをとっている。

1. セントロイドを格納するための空のデータセット
M を用意する。

2. 入力サンプルからランダムに 1 つを選び μ(i) とし、
M に加える。

3. M に含まれていない x(j) ごとに、データセット M
のすべての点（セントロイド）と距離を計算し、そ
のうち最小値を d(x(j), M) とおく。

4. 確率 p(μ(i+1)) で μ(i+1) を次のセントロイドとし
て選ぶ。

5. セントロイドが k 個になるまで手順 3-4 を繰り返
す。

6. k-means アルゴリズムでクラスタリングを行う。

𝑝(𝝁(Oä')) =
𝑑 𝝁(Oä'),𝑴

(

∑= 𝑑 𝒙(=),𝑴 (
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Fuzzy C-means (soft k-means)
k-means は 1 つのサンプルを 1 つのクラスタに割り
当てるハードクラスタリングの一つである。これに対
して、1 つのサンプルを 2 つ以上のクラスタに割り当
てるクラスタリングをソフトクラスタリングという。
代表的なソフトクラスタリングアルゴリズムは Fuzzy
C-means (FCM, soft k-means) などがある。
k-means において、各サンプルのセントロイドをベク
トルで表現すると、下のように 0 と 1 からなるベクト
ルで表現している。これに対して、FCM では、各セン
トロイドに属する確率として表現している。

k-means FCM

𝜇'
𝜇(
𝜇º
⋮
𝜇�

=

0
1
0
⋮
0

𝜇'
𝜇(
𝜇º
⋮
𝜇�

=

0.12
0.77
0.02
⋮

0.06
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Fuzzy C-means (soft k-means)
1. k のセントロイドをランダムに選ぶ。
2. 各サンプル点に対して、各セントロイドに所属確率を示すベクトル（クラスメンバーシップ確率）をランダムな
値で初期化する。以下、サンプル x(j) がセントロイド μ(i) に属する確率を w(j, i) とおく。

3. k 個のクラスタのセントロイドを次式に基づいて計算する。ただし、m はファジー係数である。

4. 各サンプル点のクラスタメンバーショップ確率 w(j, i) を更新する。

5. クラスタメンバーショップ確率が変化しなくなるまで、あるいは最大繰り返し回数に達するまで、手順 3～4
を繰り返す。

𝝁(O) =
∑=T'6 𝑤(=,O)¸𝒙(=)

∑=T'6 𝑤(=,O)¸

𝑤(=,O) = N
?T'

Y
𝒙(=) − 𝝁(O) (

𝒙(=) − 𝝁(?) (

'
¸i'

i'
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クラスタ数 k

クラスタリングの性能を測る指標として、クラスタ内誤
差平方和 SSE が使われる。k が小さいとき、少ないク
ラスタ内の多くのサンプルが入り、サンプル同士のばら
つきが大きくなりがちであるから、SSE も大きくなる。
逆に、k が大きくなると、クラスタ内のサンプル数が少
なくなり、各サンプルがセントロイドの近づくため、計
算される SSE も小さくなる。

エルボー法 k = 2

k = 4

𝐽 =N
=T'

6

N
OT'

Y

𝑤(=,O) 𝑥(=) − 𝜇(O) (

ただし、サンプル j がセントロイド i に属するとき、
w(j,i) = 1 であり、そうでなければ w(j,i) = 0 である。
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クラスタ数 k

クラスタリングの性能を測る指標として、クラスタ内誤
差平方和 SSE が使われる。k が小さいとき、少ないク
ラスタ内の多くのサンプルが入り、サンプル同士のばら
つきが大きくなりがちであるから、SSE も大きくなる。
逆に、k が大きくなると、クラスタ内のサンプル数が少
なくなり、各サンプルがセントロイドの近づくため、計
算される SSE も小さくなる。

エルボー法

𝑆𝑆𝐸 =N
=T'

6

N
OT'

Y

𝑤(=,O) 𝑥(=) − 𝜇(O) (

ただし、サンプル j がセントロイド i に属するとき、
w(j,i) = 1 であり、そうでなければ w(j,i) = 0 である。 k

SS
E
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クラスタ数 k

クラスタ内のサンプルがどれほど凝集されているかを測
る指標として、シルエット係数がある。シルエット係数
を指標として、クラスタ数 k を決めることができる。
シルエット係数は次の手順で計算する。

シルエット図

x(i)
a(i)

b(i)

1. サンプル x(i) と同一クラスタ内の他のサンプルとの
平均距離を凝集度 a(i) とする。

2. サンプル x(i) と最も近くにある他クラスタの全サン
プル との平均距離を乖離度 b(i) とする。

3. サンプル x(i) のシルエット係数 s(i) を次式に基づい
て計算する。

𝑠(O) =
𝑏(O) − 𝑎(O)

max 𝑏(O), 𝑎(O) 457



クラスタ数 k

クラスタ内のサンプルがどれほど凝集されているかを測
る指標として、シルエット係数がある。シルエット係数
を指標として、クラスタ数 k を決めることができる。
シルエット係数は次の手順で計算する。

シルエット図

1. サンプル x(i) と同一クラスタ内の他のサンプルとの
平均距離を凝集度 a(i) とする。

2. サンプル x(i) と最も近くにある他クラスタの全サン
プル との平均距離を乖離度 b(i) とする。

3. サンプル x(i) のシルエット係数 s(i) を次式に基づい
て計算する。

𝑠(O) =
𝑏(O) − 𝑎(O)

max 𝑏(O), 𝑎(O) シルエット係数

C1

C2

C3

1.0
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クラスタ数 k

クラスタ内のサンプルがどれほど凝集されているかを測
る指標として、シルエット係数がある。シルエット係数
を指標として、クラスタ数 k を決めることができる。
シルエット係数は次の手順で計算する。

シルエット図

1. サンプル x(i) と同一クラスタ内の他のサンプルとの
平均距離を凝集度 a(i) とする。

2. サンプル x(i) と最も近くにある他クラスタの全サン
プル との平均距離を乖離度 b(i) とする。

3. サンプル x(i) のシルエット係数 s(i) を次式に基づい
て計算する。

𝑠(O) =
𝑏(O) − 𝑎(O)

max 𝑏(O), 𝑎(O) シルエット係数

C1

C2

1.0

不適な k の例 各クラスタのシルエット図の幅と長さ
がばらつく。
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クラスタリング
プロトタイプベースクラスタリング

階層的クラスタリング
密度ベースクラスタリング



階層的クラスタリング

分割型

凝集型

単連結法（最短距離法）

完全連結法（最長距離法）

平均連結法（群平均法）

ウォード法

似たもの同士を次々に加えることで階層的なクラス
タを作成する。

データ全体を一つのまとまりとみなして、全体を
次々と分割していくことで階層的なクラスタを作成
する。

Diana 法

階層的クラスタリングは、似たもの同士を逐
次的に加えていくアルゴリズムである。クラ
スタリング前にクラス多数を指定する必要が
ない。その代わりに、クラスタリング結果を
見て、クラスタ数を決めることができるため、
意味のある分割を行うことができ、結果の解
釈に役立つ。
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距離
二つのサンプルの似ているということは、二
つのサンプルに共通した特徴が多い。そのた
め、相似性を測る指標として、サンプル同士
の特徴ベクトルの距離を利用できる。

petal length

se
pa
l l
en
gt
h virginica

versicolor

setosa

𝒙O
𝒙æ

𝑑 𝒙O, 𝒙=
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距離
ユーグリッド距離

マンハッタン距離

ミンコフスキー距離

コサイン距離

マハノビス距離

𝑑 𝒙O, 𝒙= = N 𝑥OY − 𝑥=Y
(

𝑑 𝒙O, 𝒙= =N 𝑥OY − 𝑥=Y

𝑑 𝒙O, 𝒙= =
®
N 𝑥OY − 𝑥=Y

�

𝑑 𝒙O, 𝒙= = 𝒙O − Õ𝒙 PΣi' 𝒙= − Õ𝒙

𝑑 𝒙O, 𝒙= =
𝒙O𝒙=
𝒙O 𝒙=

𝒙O
𝒙æ

𝑑 𝒙O, 𝒙=
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階層的クラスタリング（凝集型）
階層的クラスタを構築するために、距離の計算方法を
定義した上で、クラスタ間距離の計算方法も定義する
必要がある。

𝑑 𝒙O, 𝒚= = 𝒙O − 𝒙=

464



階層的クラスタリング（凝集型）
階層的クラスタを構築するために、距離の計算方法を
定義した上で、クラスタ間距離の計算方法も定義する
必要がある。

𝑑 𝒙O, 𝒚= = 𝒙O − 𝒙=

𝑑 𝒙O, 𝒚=
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階層的クラスタリング（凝集型）
階層的クラスタを構築するために、距離の計算方法を
定義した上で、クラスタ間距離の計算方法も定義する
必要がある。

𝐷 𝐶O, 𝐶=

𝐷 𝐶O, 𝐶=

𝐷 𝐶O, 𝐶= = ? ?
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階層的クラスタリング（凝集型）
階層的クラスタを構築するために、距離の計算方法を
定義した上で、クラスタ間距離の計算方法も定義する
必要がある。

𝐷 𝐶O, 𝐶=

𝐷 𝐶O, 𝐶=

単連結法（最短距離法）

完全連結法（最長距離法）

平均連結法（群平均法）

ウォード法

𝐷 𝐶O, 𝐶= = ? ?
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単連結法（最短距離法）

𝐷 𝐶O, 𝐶= = min
𝒙h∈¤h,𝒙U∈¤U

𝑑 𝒙O, 𝒙=

𝐷 𝐶O, 𝐶=

単連結法は、対象クラスタに含まれるサンプルのうち、距離
が最も近いサンプル同士の距離をクラスタ間距離としている。
計算が簡単で、ドーナツ構造のデータも正しくクラスタリン
グできる。しかし、外れ値に弱く、横に伸びる枝の多い樹形
図が得られやすい。
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完全連結法（最長距離法）

𝐷 𝐶O, 𝐶= = max
𝒙h∈¤h,𝒙U∈¤U

𝑑 𝒙O, 𝒙=

𝐷 𝐶O, 𝐶=

完全連結法は、対象クラスタに含まれるサンプルのうち、
もっとも遠いサンプル同士の距離をクラスタ間距離としてい
る。比較する二つのクラスタ内のサンプル同士の距離ががす
べて、クラスタ間距離以内であることが保証される。計算が
簡単で、最短距離法より性能が良いとされる。

469



平均連結法（群平均法）

𝐷 𝐶O, 𝐶= =
1

𝐶O 𝐶=
N
𝒙h∈¤h

N
¯U∈¤U

𝑑 𝒙O, 𝒙=

𝐷 𝐶O, 𝐶=

平均連結法は、対象クラスタに含まれるサンプル同士の総当
たりの距離の平均をクラスタ間距離としている。計算が簡単
で、外れ値に影響しにくく、安定した性能が得られる。
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ウォード法

𝐷 𝐶O, 𝐶= = 𝐸 𝐶O ∪ 𝐶= − 𝐸 𝐶O − 𝐸 𝐶=

𝐸 𝐶O = N
𝒙h∈¤h

𝑑 𝒙O, 𝒄O
(

𝒄O = N
𝒙h∈¤h

𝒙O
𝐶O

ただし、

ウォード法は、2 つのクラスタが独立しているときの「各サ
ンプルとクラスタ中心の距離の和」と 2 つのクラスタをま
とめたときの「各サンプルとクラスタ中心の距離の和」の差
をクラスタ間距離としている。他の方法に比べて高い性能が
得られると知られている。
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ウォード法

𝐷 𝐶O, 𝐶= = 𝐸 𝐶O ∪ 𝐶= − 𝐸 𝐶O − 𝐸 𝐶=

𝐸 𝐶O = N
𝒙h∈¤h

𝑑 𝒙O, 𝒄O
(

𝒄O = N
𝒙h∈¤h

𝒙O
𝐶O

ただし、

ウォード法は、2 つのクラスタが独立しているときの「各サ
ンプルとクラスタ中心の距離の和」と 2 つのクラスタをま
とめたときの「各サンプルとクラスタ中心の距離の和」の差
をクラスタ間距離としている。他の方法に比べて高い性能が
得られると知られている。 𝐸 𝐶O

𝐸 𝐶=
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ウォード法

𝐷 𝐶O, 𝐶= = 𝐸 𝐶O ∪ 𝐶= − 𝐸 𝐶O − 𝐸 𝐶=

𝐸 𝐶O = N
𝒙h∈¤h

𝑑 𝒙O, 𝒄O
(

𝒄O = N
𝒙h∈¤h

𝒙O
𝐶O

ただし、

ウォード法は、2 つのクラスタが独立しているときの「各サ
ンプルとクラスタ中心の距離の和」と 2 つのクラスタをま
とめたときの「各サンプルとクラスタ中心の距離の和」の差
をクラスタ間距離としている。他の方法に比べて高い性能が
得られると知られている。

𝐸 𝐶O ∪ 𝐶=
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𝐸 𝐶O

𝐸 𝐶=

ウォード法

𝐷 𝐶O, 𝐶= = 𝐸 𝐶O ∪ 𝐶= − 𝐸 𝐶O − 𝐸 𝐶=

𝐸 𝐶O = N
𝒙h∈¤h

𝑑 𝒙O, 𝒄O
(

𝒄O = N
𝒙h∈¤h

𝒙O
𝐶O

ただし、

ウォード法は、2 つのクラスタが独立しているときの「各サ
ンプルとクラスタ中心の距離の和」と 2 つのクラスタをま
とめたときの「各サンプルとクラスタ中心の距離の和」の差
をクラスタ間距離としている。他の方法に比べて高い性能が
得られると知られている。

𝐸 𝐶O ∪ 𝐶=
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階層的クラスタリング（凝集型）

𝐷(𝐶O, 𝐶=)
𝐷(𝐶O, 𝐶=)

単連結法

樹形図
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階層的クラスタリング（分割型）
分割型クラスタリングでは、すべてのサンプルが 1 つのクラス
タに存在する状態からはじめ、これらのサンプルを 2 つのサブ
クラスのいずれかに分割する方法である。そして、1 つのサブ
クラスタに 1 つのサンプルが存在するまで、この操作を再帰的
に繰り返す。n 個のサンプルを 2 つのサブクラスタに分けると
きの場合の数は、2n 通りの分け方が考えられる。この操作を再
帰的に繰り返して行ったときに、計算量が莫大になる。
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クラスタリング
プロトタイプベースクラスタリング

階層的クラスタリング
密度ベースクラスタリング



DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
ムであり、クラスタリングを行う前にクラスタ数を決
めなくてもよい。また、データが球状構造でなくても
有効である。

1. データ点を 3 種類に分類する。
• 半径ε内に少なくとも minPts 個の点を含む点
をコア点とする。

• 半径ε内に minPts 個未満の点をボーダー点と
する。

• 半径ε内に他の点が含まれていない点をノイズ
とする。

2. コア点のまとまりからクラスタを作成し、ボーダー
点を該当するクラスタに割り当てる。

minPts = 3

ε
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DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
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minPts = 3

ε

コア点
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DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
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DBSCAN
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DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
ムであり、クラスタリングを行う前にクラスタ数を決
めなくてもよい。また、データが球状構造でなくても
有効である。

1. データ点を 3 種類に分類する。
• 半径ε内に少なくとも minPts 個の点を含む点
をコア点とする。

• 半径ε内に minPts 個未満の点をボーダー点と
する。

• 半径ε内に他の点が含まれていない点をノイズ
とする。

2. コア点のまとまりからクラスタを作成し、ボーダー
点を該当するクラスタに割り当てる。

minPts = 3

ε

484



DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
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ボーダー点
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DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
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ノイズ
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DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
ムであり、クラスタリングを行う前にクラスタ数を決
めなくてもよい。また、データが球状構造でなくても
有効である。
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ε

ボーダー点

ノイズ

ボーダー点
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DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
ムであり、クラスタリングを行う前にクラスタ数を決
めなくてもよい。また、データが球状構造でなくても
有効である。

1. データ点を 3 種類に分類する。
• 半径ε内に少なくとも minPts 個の点を含む点
をコア点とする。

• 半径ε内に minPts 個未満の点をボーダー点と
する。

• 半径ε内に他の点が含まれていない点をノイズ
とする。

2. コア点のまとまりからクラスタを作成し、ボーダー
点を該当するクラスタに割り当てる。

minPts = 3

ε
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DBSCAN
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DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
ムであり、クラスタリングを行う前にクラスタ数を決
めなくてもよい。また、データが球状構造でなくても
有効である。ただし、密度をもとにクラスタリングを
行なっているので、クラスタ内の密度が異なるとき、
正確にクラスタリングできないことがある。
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DBSCAN
DBSCAN は密度に基づくクラスタリングアルゴリズ
ムであり、クラスタリングを行う前にクラスタ数を決
めなくてもよい。また、データが球状構造でなくても
有効である。ただし、密度をもとにクラスタリングを
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次元削減
主成分分析

行列分解

t-SNE

UMAP

自己組織化マップ
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主成分分析

http://www.nlpca.org/fig_pca_principal_component_analysis.pngx1x2

x 3

主成分分析は、オリジナルの特徴量空間を回転や平行移動し、データの情報量（分散）が最も大きい方向をPC1軸
（第一主成分）とした座標空間を線形写像によって求める手法である。これにより、最初の数個の主成分を選ぶだけ
で、データ全体の情報量の 80% を説明できるようになったりする。
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次元削減
主成分分析

行列分解

t-SNE

UMAP

自己組織化マップ



NMF
非負値行列因子分解（Non-negative Matrix Factorization,
NMF）は、ランクの大きい非負値の行列 X を、ランクの小さ
い ２つの行列 W と H に分解することである。

𝑿 = 𝑾𝑯

𝑿 ∈ ℝ¸×6 𝑾 ∈ ℝ¸×Y 𝑯 ∈ ℝY×6

基底行列 係数行列

， ，

min
𝑾,𝑯

1
2
𝑿 −𝑾𝑯 (

k は一般に k << min(m, n) となるように選ぶのが一般的であ
る。また、W および H をランダムな値で初期化を行なったの
ちに、次式に基づいて、W と H を交互に最適化する。

ただし、W≥0 かつ H≥0 の条件の元で最適化を行うこと。

基底行列 係数行列

https://doi.org/10.1186/1751-0473-8-10496



次元削減
主成分分析

行列分解

t-SNE

UMAP

自己組織化マップ



t-SNE
t-SNE (t-distributed Stochastic Neighbor
Embedding ,t 分布型確率的近傍埋め込み) は、
高次元空間における点の類似度を、低次元空間に
埋め込む非線形変換である。 𝒙 =

𝑥'
𝑥(
𝑥(
⋮
𝑥ê»

dim 1

di
m
 2

n 次元のデータを 2 次元で可視化する目的で
使われることが多い。

t-SNE は線形変換でないため、クラスタ内の
ばらつきやクラスタ間距離は、ハイパーパラ
メータよって変化し、特別な意味を持たない。
また、ハイパーパラメータ perplexity は 5
～50 の範囲に指定するのが一般的である。
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t-SNE
t-SNE (t-distributed Stochastic Neighbor
Embedding ,t 分布型確率的近傍埋め込み) は、
高次元空間における点の類似度を、低次元空間に
埋め込む非線形変換である。

n 次元のデータを 2 次元で可視化する目的で
使われることが多い。

t-SNE は線形変換でないため、クラスタ内の
ばらつきやクラスタ間距離は、ハイパーパラ
メータよって変化し、特別な意味を持たない。
また、ハイパーパラメータ perplexity は 5
～50 の範囲に指定するのが一般的である。

perplexity = 1 perplexity = 10

perplexity = 50perplexity = 30
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t-SNE

𝑝O= =
𝑝=|O + 𝑝O|=

2𝑛

𝑝=|O =
exp

− 𝒙O − 𝒙=
(

2𝜎O(

∑YëO exp
− 𝒙O − 𝒙Y (

2𝜎O(

低次元空間において、yi と yj の類似度を自由度 1 の t 分布を利用
した確率で表している。

𝑞O= =
1 + 𝒚O − 𝒚=

( i'

∑Yë? 1 + 𝒚Y − 𝒚? ( i'

t-SNE は高次元空間 x における点の類似度を、低次元空間 y に埋
め込む非線形変換である。高次元空間において、xi と xj の類似度
を条件付き確率として表している。

• 高次元空間における類似度の確率に現
れるσはハイパーパラメーターであり、
次式に基づいて計算される。

𝑝𝑒𝑟𝑝𝑙𝑒𝑥𝑖𝑡𝑦 = 2∑U �U|h íîïx �U|h
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t-SNE
次に、高次元空間におけるサンプル同士の類似度 pij と低次元空間
qij における類似度が同じとなるような y を調べる。両者の差をカ
ルバック・ライブラー情報量で表し、これを損失関数としてこうか
勾配法により最適化を行う。

𝐷ðñ 𝑃||𝑄 =N
Oë=

𝑝O= log
𝑝O=
𝑞O=

min
𝒚

𝐷ðñ 𝑃||𝑄

• カルバック・ライブラー情報量は、2
つの確率分布の差を測る指標である。
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UMAP

𝒙 =

𝑥'
𝑥(
𝑥(
⋮
𝑥ê»

dim 1

di
m
 2

UMAP (Uniform Manifold Approximation
and Projection) は次元削減や高次元データの
可視化などの目的で使われている。
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UMAP
UMAP (Uniform Manifold Approximation
and Projection) は次元削減や高次元データの
可視化などの目的で使われている。

n_neighbors = 5 n_neighbors = 10

n_neighbors = 50n_neighbors = 20
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次元削減
主成分分析

行列分解

t-SNE

UMAP

自己組織化マップ



SOM
自己組織化マップ（self-organizing map / SOM）
は、入力層と出力層からなる教師なし学習ニューラル
ネットワークの一つである。SOM は、クラスタリング
や次元削減の目的で使われる。SOM の入力層は特徴量
と同じ次元数であり、出力層は n×m の平面であるの
が特徴的である。n および m はハイパーパラメータと
して予め与える必要がある。出力層となる平面は正方
形の格子状の他に正六角形が用いられることも多い。

𝒙 =

𝑥'
𝑥(
𝑥(
⋮
𝑥�

特徴量
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SOM

1. mxn 個のユニットそれぞれに長さ p 個の参照ベクトルを持
たせる。各参照ベクトル Mm,n の初期値は乱数で埋める。

2. j = 1 とする。
3. サンプル xj とすべてのユニットの参照ベクトル Mm,n との
距離を計算する。最短距離を与えるユニット best 
matching unit (BMU) を決める。

4. 次式に基づいて、すべてのユニットの参照ベクトルを更新す
る。

ただし、hck は近傍関数で、BTU の隣接ユニットであれば
1 を返し、そうでなければ 0 を返す。

5. j を 1 増やして、j = n になるまで手順 3～4 を繰り返す。
6. 手順 2～5 を指定された回数だけ繰り返す。

SOM は次の手順に従って学習を行う。ここで、訓練サ
ンプルの数を N 個、特徴量の数を p 個、出力層のサイ
ズ（ユニット数）を mxn 個とする。

𝑴¸,6
(678) = 𝑴¸,6

>?@ + ℎuY 𝒙= −𝑴¸,6
(>?@)

BMU

𝑴','𝒙
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画像解析概略
物体認識

畳み込みニューラルネットワーク
転移学習
物体検出
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画像解析概略
物体認識
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物体検出



画像認識コンテスト ILSVRC
ImageNet Large Scale Visual Recognition Challenge

14,197,122 images / 21,841 classes 513



画像認識コンテスト ILSVRC
ImageNet Large Scale Visual Recognition Challenge
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機械学習コンペティション

訓練用 検証用 Rank Name LB

1 AF 0.9

2 NR 0.8

3 AM 0.5

: : :

public leaderboard
Rank Name LB

1 AF 0.8

2 NR 0.7

3 AM 0.5

: : :

private leaderboard

AF
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物体認識

青色反射光が強いので、ほぼすべての
青色桿体細胞の神経が励起する。緑色
反射光がそれほど強くないので、一部
だけの緑色桿体細胞が励起する。赤色
反射光がほとんどないので、赤色反対
細胞がほとんど励起しない。脳は、励
起する桿体細胞の割合を総合判断し、
色として認識する。 516



物体認識

018 152 255

032 223 205

517



物体認識
021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251 518



物体認識

物体認識

特徴量

深層学習

102

074
144
221
002
140

211
120
104
:
:

CNN

特徴抽出 分類
飛行機

飛行機
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物体認識（特徴量）
021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

SIFT HoG textons RIFT GLOH

特徴抽出
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物体認識（特徴量）
021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

特徴抽出

102

074
144
221
002
211

104
085
101
113
032

111
046
210
142
228

107
123
192
126
114

125
135
171
201 521



物体認識（特徴量）
021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

102

074
144
221
002
211

104
085
101
113
032

111
046
210
142
228

107
123
192
126
114

125
135
171
201

002

103
211
104
085
101

113
032
144
221
052

111
146
104
142
228

107
123
015
135
211

201
192
162
141

特徴抽出
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物体認識（特徴量）
021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

102

074
144
221
002
211

104
085
101
113
032

111
046
210
142
228

107
123
192
126
114

125
135
171
201

002

103
211
104
085
101

113
032
144
221
052

111
146
104
142
228

107
123
015
135
211

201
192
162
141

141

146
104
142
002
103

211
144
221
052
228

107
123
015
135
211

201
192
162
141
104

085
101
113
032

特徴抽出
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物体認識（特徴量）
021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

102

074
144
221
002
211

104
085
101
113
032

111
046
210
142
228

107
123
192
126
114

125
135
171
201

002

103
211
104
085
101

113
032
144
221
052

111
146
104
142
228

107
123
015
135
211

201
192
162
141

141

146
104
142
002
103

211
144
221
052
228

107
123
015
135
211

201
192
162
141
104

085
101
113
032

機械学習特徴抽出
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色空間

RGB L*a*b* HSV

V
B

RG

色の種類や明るさを変更するに
は、R, G, B の座標をすべて変
更する必要がある。

L*

a*

b*

色の種類と明るさを独立に扱え
る色空間。明るさを無視して、
色だけに着目して解析するとき
に有効である。

H

S

色の種類、鮮やかさ、明るさを
独立に扱える色空間。色だけに
着目して解析するときに有効で
ある。

参考
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物体認識

物体認識

特徴量

深層学習

102

074
144
221
002
140

211
120
104
:
:

CNN

特徴抽出 分類
飛行機

飛行機
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物体認識（深層学習）
021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

CNN

畳み込み ニューラルネットワーク

airplane 56.1%
sky      25.0%

cloud    12.4%
mountain  6.5%

（特徴抽出） （分類）
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画像解析概略
物体認識

畳み込みニューラルネットワーク
転移学習
物体検出



畳み込みニューラルネットワーク

畳み込み ニューラルネットワーク
（特徴抽出） （分類）

021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

021 031 022

041 065 034
082 024 056
049 029 025
012 103 052
194 212 222

244 250 251

252 251 250
245 251 251
253 249 249
251 205 253
210 218 211

143 165 034

208 024 031
119 029 022
101 056 115
023 103 157
019 118 072

143 165 023

208 024 095
119 029 124
101 056 201
223 103 221
115 198 108

043 035

008 024

178 161

211 224

043

035

008

024

178

161

211

224
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畳み込みニューラルネットワーク
https://doi.org/10.1145/3038912.3052638

特徴抽出 分類

x512

530

112 x 112 x 64

56 x 56 x 128

28 x 28 x256
14 x 14 x 512

畳み込み層
最大プーリング層
全結合層



畳み込みニューラルネットワーク

畳み込み層 プーリング層 全結合層

• 画像から特徴量を抽出する層

• 入力層に近い方の畳み込み層
は、縦線、横線、斜線などの
抽象的な特徴を抽出

• 出力層に近い方の畳み込み層
は、顔の形や車の形などの具
体的な特徴を抽出

• 重要な特徴量を残しながら画
像のサイズを削減する層

• 後に続く処理が少数のパラ
メーターで計算できるように
なり、過学習を抑制

• 畳み込み層およびプーリング
層から抽出された特徴量を
ニューラルネットワークで分
類する層
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021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

Grayscale Photo Color Photo

1 channel 3 channels
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畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0
1 0 0
0 1 0
0 0 1

0*1 + 2*0 + 0*0 +

1*0 + 0*1 + 3*0 +
3*0 + 1*0 + 0*1 = 0
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畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7
1 0 0
0 1 0
0 0 1

2*1 + 0*0 + 1*0 +

0*0 + 3*1 + 0*0 +
1*0 + 0*0 + 2*1 = 7
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畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7 2
1 0 0
0 1 0
0 0 1

0*1 + 1*0 + 2*0 +

3*0 + 0*1 + 0*0 +
0*0 + 2*0 + 2*1 = 2
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畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7 2 2
1 0 0
0 1 0
0 0 1

1*1 + 2*0 + 0*0 +

0*0 + 0*1 + 2*0 +
2*0 + 2*0 + 1*1 = 2

536



畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7 2 2
4

1 0 0
0 1 0
0 0 1
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畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7 2 2
4 1

1 0 0
0 1 0
0 0 1
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畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7 2 2
4 1 5

1 0 0
0 1 0
0 0 1
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畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7 2 2
4 1 5 3

1 0 0
0 1 0
0 0 1

540



畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7 2 2
4 1 5 3
6 6 3 4
3 3 7 3

1 0 0
0 1 0
0 0 1
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畳み込み演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

0 7 2 2
4 1 5 3
6 6 3 4
3 3 7 3

1 0 0
0 1 0
0 0 1

畳み込み演算を行うことによって、6x6 の入力行列が 4x4 の行列に縮小される。そのため、畳み込みを複数回行うこ
とによって、画像サイズが大幅に小さくなるだけでなく、画像中央にある特徴が極端に強調され、画像のエッジにある
情報が徐々に消えてしまうリスクが生じる。

n k n ‒ k + 1
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畳み込み演算

1 0 0
0 1 0
0 0 1

0 0 0 0 0 0 0 0
0 0 2 0 1 2 0 0
0 1 0 3 0 0 2 0
0 3 1 0 2 2 1 0
0 2 2 2 1 0 1 0
0 1 0 1 3 2 2 0
0 0 3 1 0 2 0 0
0 0 0 0 0 0 0 0

0 5 0 1 2 0
2 0 7 2 2 4
5 4 1 5 3 1
2 6 6 3 4 3
4 3 3 7 3 2
0 4 1 1 5 0

入力行列の周りにゼロを埋めること
で、畳み込み後の行列のサイズは変
化しない。 543



畳み込み演算

+ + b1+
Φ
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畳み込み演算

+ + + b2
Φ
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畳み込み演算

+ + + b3
Φ
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畳み込み演算

カーネル行列を変えることで、1枚
の画像から様々な特徴を持つ画像を
生成できる。
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畳み込み演算

カーネル行列を変えることで、1枚
の画像から様々な特徴を持つ画像を
生成できる。
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畳み込み演算

カーネル行列を変えることで、1枚
の画像から様々な特徴を持つ画像を
生成できる。
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畳み込み演算

カーネル行列を変えることで、1枚
の画像から様々な特徴を持つ画像を
生成できる。
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畳み込み演算

カーネル行列を変えることで、1枚
の画像から様々な特徴を持つ画像を
生成できる。

551



畳み込み演算

カーネル行列を変えることで、1枚
の画像から様々な特徴を持つ画像を
生成できる。
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畳み込みニューラルネットワーク
https://doi.org/10.1145/3038912.3052638

特徴抽出 分類

x512

553

112 x 112 x 64

56 x 56 x 128

28 x 28 x256
14 x 14 x 512



プーリング演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

2

画像の局所的な部分が少し変化しても、その最大値プーリング結
果が変化しないため、最大値プーリングは入力データのノイズに
対してより頑健な特徴量を生成するのに役立つ。
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プーリング演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

2 3
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プーリング演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

2 3 2
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プーリング演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

2 3 2
3
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プーリング演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

2 3 2
3 2
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プーリング演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

2 3 2
3 2 2
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プーリング演算

0 2 0 1 2 0
1 0 3 0 0 2
3 1 0 2 2 1
2 2 2 1 0 1
1 0 1 3 2 2
0 3 1 0 2 0

2 3 2
3 2 2
3 3 2
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畳み込みニューラルネットワーク
https://doi.org/10.1145/3038912.3052638

特徴抽出 分類

x512
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畳み込みニューラルネットワーク
https://doi.org/10.1145/3038912.3052638

特徴抽出 分類

x512

562

112 x 112 x 64

56 x 56 x 128

28 x 28 x256
14 x 14 x 512

畳み込み層
最大プーリング層
全結合層



畳み込みニューラルネットワーク

畳み込み ニューラルネットワーク
（特徴抽出） （分類）

021 031 022 063 042

041 065 034 044 033
082 024 056 072 038
046 046 033 049 029
025 061 012 103 052
031 051 053 081 041

093 049 058 092 036
054 101 061 024 041
109 023 020 052 022
111 042 024 021 024

162 149 144 131 124

163 202 123 101 143
132 121 146 150 142
178 178 183 129 126
144 125 135 112 171
241 201 191 122 120

132 152 152 137 121
145 150 171 104 143
152 151 154 114 141
151 149 123 101 153

221 220 224 230 224

223 209 230 231 243
223 229 240 220 217
220 221 217 230 236
244 250 251 221 216
252 251 250 212 220

245 251 251 247 231
253 249 249 254 221
251 254 255 245 253
254 253 250 249 251

021 031 022

041 065 034
082 024 056
049 029 025
012 103 052
194 212 222

244 250 251

252 251 250
245 251 251
253 249 249
251 205 253
210 218 211

143 165 034

208 024 031
119 029 022
101 056 115
023 103 157
019 118 072

143 165 023

208 024 095
119 029 124
101 056 201
223 103 221
115 198 108

043 035

008 024

178 161

211 224

043

035

008

024

178

161

211

224
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AlexNet

ZFNet GoogLeNet
VGGNet

ResNet

SENet

1998 2012 2014 2016 2018 2020

LeNet

neocognitron
NIN

Inception-V3
Inception-V4
Inception-ResNet

ResNext
Xception

DenseNet

PyramidalNet

MobileNet
ShuffleNet

564



LeNet https://doi.org/10.1109/5.726791

• 5 層からなる畳み込みニューラルネット
ワーク

• backpropagation neural network
learning algorithm を 拡 張 し た
gradient-based learning を適用

• 手書き数字の判別
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AlexNet https://doi.org/10.1145/3065386

• 3 つの畳み込み層、2 つのプーリング層、
および 3 つの全結合層からなる 8 層の
深層学習アーキテクチュア

• 画像解析における様々な技術を導入
• ReLU 関数
• augmentation
• dropout
• local response normalization

• 224x224 の正方形画像を、上半分と下
半分に分けて、それぞれを独立に 2 つの
GPU で並列学習
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ZFNet https://doi.org/10.1007/978-3-319-10590-1_53

• AlexNet を改良した CNN アーキテ
クチュア
• AlexNet の 1 層目の畳み込み
カーネルサイズは 11x11 を、
7x7 に変更したことにより、画
像上の細かい情報を取得できるよ
うになった

• AlexNet の 1 層目のスライディ
ング距離を 4px から 2px に変
更したことにより、エイリアシン
グの発生を抑えた

• 転移学習
• Caltech 101 で学習済みのモデ
ルを ImageNet で再学習させた
ら、ImageNet のみで学習させ
たモデルよりも性能が高かった
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VGGNet
• 従来のアーキテクチュアを大きく改造し、16 層
または 19 層からなる深層アーキテクチュアを
実現した

• 16 層および 19 層のアーキテクチュアを比較す
ることで、層が深くなると性能が上がることを示
した

• local response normalization は予測性能の
向上に寄与しないことを示した

• 1x1 convolution を導入したが、予測性能の向
上に寄与しないことを示した

https://arxiv.org/abs/1409.1556

568



1x1 Convolution https://arxiv.org/abs/1409.1556

1x1 Convolution は入力画像のサイズを変えずに、
チャンネルの数を変更する畳み込み操作である。こ
の操作を行ってから畳み込み演算を行うことでパラ
メーター数を削減し、過学習を抑えることができる。

(14×14×480)×(5×5)×480 = 112,896,000

(14×14×480)×(1×1)×16 = 1,505,280

(14×14×16)×(5×5)×48 = 3,763,200

14x14x480 サイズの画像を直接 14x14x48 サイズに
畳み込むのに必要なパラメーター数

14x14x480 サイズの画像を 1x1 Convolution により
チャンネル数を 16 に減らしてから、14x14x48 サイズ
に畳み込むのに必要なパラメーター数

9 チャンネル 3 チャンネル
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GoogleNet / Inception
• 1x1 Convolution を導入し、パラメーター数を大幅に減らすこ
とができた

• Inception モジュールを導入し、様々なサイズの畳み込みカー
ネル行列による演算で、画像の細部から抽象的な情報を取得でき
るようになり、過学習を抑えながら層を深くする（22層）こと
ができた

• アーキテクチャ途中に分類を行う分岐を設け、auxilary loss を
計算することで、勾配消失を抑制できた

• 最後の畳み込み層において、チャンネル数をクラス数と同じにな
るように畳み込み計算を行い、各チャンネルに対して画素平均を
計算し（global average pooling）、過学習を抑制できた

https://arxiv.org/abs/1409.4842

input output

1x1

1x1

1x1

1x1

3x3

3x3

5x5
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Xception
• Inception モジュール内部の計算順
序を改変したアーキテクチュア
• 1x1 Convolution の あ と に
3x3 Convolution 演算を行う

• パラメータ数および計算量を数分
の１に削減できた

https://arxiv.org/abs/1610.02357

input output

1x1

3x3

3x3

3x3

3x3

pointwise convolution

depthwise convolution
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MobileNet
• depthwise convolution を導入し、計算量およびパラメー
ター数を削減し、アーキテクチュアを軽量化した

• SSD に組み込み、スマホなどで物体検出

• MobileNetV2 もリリースされた

https://arxiv.org/abs/1704.04861
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ResNet
• 1x1 Convolution を導入し、パラメー
ター数を大幅に減らすことができた

• residue network を導入することにより、
勾配消失問題を解決し、層を深くする
（152層）ことができた

• 一般的なニューラルネットワークは入力 x
を受け取り、x の写像である H(x) を出力
する。これに対して residue network で
は、F(x) = H(x) - x と定義し、y = H(x)
= F(x) + x を出力している。両者どちらも
H(x) を出力するが、前者は学習を通じて写
像 H を決定し、後者は写像 F を決定してい
る

https://arxiv.org/abs/1512.03385

3x3x64

3x3x64

3x3x64

3x3x64
relu

relu

relu

relu

x x

F

y = F(x) + x

xH

residual learning

y = H(x)

F(x)
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DenseNet
• residue block を改良した DenseBlock を導入し、
パラメーター数を削減し、勾配消失問題にも対応可能

https://arxiv.org/abs/1608.06993
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SENet
• Squeeze-and-Excitation block を導入
し、チャンネル間の関連性を学習

• 既存の ResNet または Inception モ
ジュールに組み込むことができる

https://arxiv.org/abs/1709.01507
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NASNet
• AutoML（機械学習の専門家でなくても高性能な画像分類モデルを生成できる）

• Neural Architecture Search アルゴリズムにより、ニューラルネットワークの最適なアーキテクチュアが自
動的に探索され作られる

• ImageNet の画像を AutoML / NAS により学習させることでできたアーキテクチュアが NASNet

https://arxiv.org/abs/1707.07012
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画像解析概略
物体認識

畳み込みニューラルネットワーク
転移学習
物体検出



CNN

特徴抽出

分類
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転移学習

分類

特徴抽出 パラメーター固定

パラメーター再学習
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転移学習
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特徴抽出
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転移学習

特徴抽出

分類

パラメーター固定

パラメーター再学習

パラメーター再学習特徴抽出
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転移学習
input inputinput

prediction predictionprediction

freezefreezeretrain

retrain retrain retrain

retrain

特徴抽出

分類
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転移学習
データ量

データ類似度

freezeretrain

retrain retrain

retrain retrain

retrain

retrain

freeze

freeze
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画像解析概略
物体認識

畳み込みニューラルネットワーク
転移学習
物体検出



物体認識 物体検出 セグメンテーション

airplane
sky
cloud
sky

0.63
0.30
0.06
0.01

car 0.89
car 0.66

car 0.81

car 0.54

bike 0.72

building 0.94

building 0.91

tree 0.88

tree 0.84

car car car
car

road

building

tree
tree tree

tree

tree
tree

building
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物体検出
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